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РЕФЕРАТ

Звiт: 172 сторiнок, 93 рисунки, 7 таблицi, 90 джерел.

Ключовi слова: штучний iнтелект для охорони здоров’я, глибиннi нейроннi

мережi, iдентифiкацiя, класифiкацiя, семантична сегментацiя.

Об’єкт дослiдження: процеси дистанцiйного автоматизованого виявле

ння (Computer-Aided Detection - CADe) i дистанцiйної автоматизованої дiагно

стики (Computer-Aided Diagnostics - CADx) хвороб людини.

Мета роботи: створення платформи штучного iнтелекту (ШI) для роз

робки, втiлення та iнтеграцiї методiв ШI для CADe/CADx на основi обробки

наборiв медичних даних великого обсягу (датасетiв).

Методи дослiдження: побудова методологiї використання методiв ШI,

а саме методiв глибинного навчання (deep learning — DL) для автоматизовано

го аналiзу медичних даних рiзного типу i розмiрностi, включаючи одновимiрнi

електромагнiтнi, двовимiрнi рентгенографiчнi, тривимiрнi комп’ютерної томо

графiї (КТ/МРТ), електроенцефалографiї (ЕЕГ), тощо.

Вiдповiдно до календарного плану пiд час виконання проєкту були вико

нанi наступнi завдання:

1. Налаштовано обладнання у конфiгурацiї вiртуального прототипу запла

нованого обладнання iз графiчним прискорювачем (вiртуальна машина

iз дистанцiйним мережевим доступом).

2. Встановлено програмне забезпечення (на основi хмарних серверiв та

клiєнтiв) для розробки DL-моделей, зберiгання стандартних наборiв да

них (JSRT, ChestXray, CheXpert, ISIC, ЕЕГ, та iншi).

3. Виконано загальнi тести обладнання та програмного забезпечення.

4. Виконано в повному обсязi початковi базовi випробування стандартних

та iнших наборiв даних на конфiгурацiї вiртуального прототипу фiзи

чного обладнання.

5. Виконано дослiдження та порiвняльний аналiз рiзних стратегiй побудо

ви теплових мап (ймовiрної локалiзацiї захворювання).

6. Виконано тестування та аналiз результатiв прогнозування (Prediction

Tests and Analysis ҫ PTA) для моделей DTL / ADL iз використанням

штучного збiльшення рiзноманiтностi даних рiзного ступеню iнтенсив

ностi.
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7. Дослiджено, розроблено та протестовано платформу (хмарний сервер

i клiєнтська сторона) штучного iнтелекту (ШI-платформу), налашто

вано пiлотну конфiгурацiю ШI-платформи (з веб-демонстрацiєю) для

широкого спектру ШI-моделей (базових DL-моделей, TDL-19 моделей,

ADL-19 моделей).

Вiдповiдно до календарного плану протягом проєкту було отримано на

ступнi науково-технiчнi результати:

1. Конфiгурацiя придбаного обладнання iз спецiалiзованими прискорюва

чами типу GPU, яку налаштовано для використання в локальному та

хмарному середовищi для потреб розробленої ШI-платформи.

2. Вiртуальнi версiї компонентiв ШI-платформи для використання на при

дбаному обладнаннi iз спецiалiзованими прискорювачами типу GPU

для використання в локальному та хмарному середовищi (вiртуальнi

машини та контейнери iз дистанцiйним мережевим доступом).

3. Програмне забезпечення (на основi хмарних серверiв та клiєнтiв) для

розробки та практичного використання DL-моделей, для зберiгання та

розширення наборiв даних (JSRT, ChestXray, CheXpert, ISIC, ЕЕГ, та

iншi) та для взаємодiї iз користувачами (медичними працiвниками) в

практичних умовах.

4. Встановленi та адаптованi для використання набори закордонних

та нацiональних медичних даних (JSRT, ChestXray, CheXpert, CXR

COVID-19, ISIC, ЕЕГ, та iншi).

5. Розробленi науково обґрунтованi DL-моделi (на базi архiтектур

DenseNet, ResNet, InceptionResNet, Inception, Xception, EfficientNet,

VGG та їхнiх модифiкованих версiй та ансамблiв), якi були та адаптова

нi для використання в якостi ШI-асистентiв лiкаря на базi розробленої

ШI-платформи.

6. Результати тестiв обладнання та програмного забезпечення для компо

нентiв ШI-платформи та ШI-платформи в цiлому для застосування у

практичних умовах.

7. Конфiгурацiя придбаного обладнання (модулi для периферiйних обчи

слень (включно iз Google Coral, Intel Movidius, тощо) та розробленого

програмного забезпечення для використання в польових умовах.
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8. ШI-платформа (iнтегрована апаратна та програмна iнфраструктура)

на базi придбаного, налаштованого та протестованого апаратного забез

печення iз розробленим програмним забезпеченням медичного призна

чення (включно iз встановленими та адаптованими для використання

науково обґрунтованими DL-моделями).

9. Прототип ШI-платформи (https://med.comsys.kpi.ua), тобто пiлотний

варiант конфiгурацiї ШI-платформи (серверна сторона та веб-iнтер

фейс для медичного працiвника).

10. На основi результатiв тестiв ШI-платформи, модулю для периферiйних

обчислень i врахування зворотного зв’язку вiд медичних працiвникiв

зроблено висновки щодо технiко-економiчного обґрунтування подаль

шої iмплементацiї та масштабування ШI-платформи для використання

в CADe та CADx в практичних умовах.
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СКОРОЧЕННЯ ТА УМОВНI ПОЗНАКИ
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ПЛР ҫ Полiмеразна ланцюгова реакцiя
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CADe ҫ Computer-Aided Detection

CADx ҫ Computer-Aided Diagnostics
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LAN ҫ Local Area Network
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LDCT ҫ Low-dose CT

ML ҫ Machine Learning

NPU ҫ Neural Processing Unit

PCR ҫ Polymerase Chain Reaction

PSD ҫ Power Spectral Density

SoC ҫ System on a Chip
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ПЕРЕДМОВА

Даний звiт мiстить опис виконаних завдань i отриманих результатiв орга

нiзацiєю-субвиконавцем Проєкту, а саме: компанiєю ТОВ ҡТАНХОСТә.

Звiти субвиконавцiв щодо їх виконаних завдань i отриманих результатiв

надаються окремо, а внесок (спiвавторство) усiх субвиконавцiв зазначено у вiд

повiдних роздiлах спiльного загального звiту (окремий документ):

Субвиконавець. ТОВ ҡТАНХОСТәҫ реферат, вступ, роздiл 1, 2, 3 та

висновки спiльного загального звiту (окремий документ).
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ВСТУП

Актуальнiсть. Медичний персонал сучасних медичних закладiв має мо

жливiсть отримувати надзвичайно великий обсяг даних через масове викори

стання сучасних методiв дослiдження (комп’ютерна томографiя - КТ, магнiтно

резонансна томографiя - МРТ та iншi iнструменти), якi використовуються для

дiагностики стану здоров’я пацiєнтiв, а також завдяки поширенню цих даних

серед медичних установ i навiть країн свiту. Звiсно, що надвеликий обсяг ме

дичних даних, наприклад JSRT [1], LIDS [2], MCSH [3], [4], ChestX-ray14 [5],

CheXpert [6], значно ускладнює персоналу роботу з даними. В рамках багатьох

iнiцiатив по всьому свiту наразi спостерiгається широке застосування сучасних

ҡрозумнихә iнструментiв на основi методiв штучного iнтелекту (ШI) (artiҥci

al intelligence — AI). Як показують попереднi дослiдження, вони здатнi зна

чно покращити аналiз медичних даних, виявлення вiдхилень та ознак захворю

вань [5]—[7].

Запропонована в рамках проєкту платформа штучного iнтелекту для ди

станцiйного автоматизованого виявлення (computer-aided detection ҫ CADe) та

автоматизованої дiагностики (computer-aided diagnosis ҫ CADx) захворювань

людини дозволить кiнцевим споживачам (працiвникам медичних закладiв) ство

рювати, розгортати та керувати спецiалiзованими ШI-додатками у гiбридних

обчислювальних середовищах (на основi хмарних та периферiйних обчислень)

для доступу до медичних даних надвеликого обсягу, їх обробки, аналiзу та звi

тностi в робочому процесi, виявлення вiдхилень та ознак захворювань.

У сучасному контекстi рiзке зростання захворюваностi на коронавiрусну

хворобу 2019 року (COronaVIrus Disease 2019 ҫ COVID-19) спричинило наван

таження на системи охорони здоров’я у всьому свiтi. Наразi iснує нагальна

потреба в ефективному ранньому виявленнi COVID-19 у широкому загалi, дiа

гностицi COVID-19 у пацiєнтiв iз пiдозрою на захворювання та прогнозуваннi

перебiгу COVID-19 у пацiєнтiв iз пiдтвердженим захворюванням. ПЛР-тестува

ння (полiмеразна ланцюгова реакцiя ҫ ПЛР) (polymerase chain reaction ҫ PCR)

та КТ грудної клiтки наразi є стандартними методами дiагностики COVID-19,

але забирають багато часу.

У бiльш загальному контекстi та часовому дiапазонi захворювання легень

(не лише на COVID-19, але також на рак, туберкульоз, пневмонiю тощо) є зна
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чним тягарем для нинiшньої популяцiї, особливо для дорослих людей, якi є

нинiшнiми або колишнiми курцями. Бiльше того, значне забруднення повiтря

додатково сприяє захворюванням. Наприклад, за оцiнками Всесвiтньої органi

зацiй охорони здоров’я [8] за 2020 рiк, рак легень у всьому свiтi посiдає перше

мiсце за кiлькiстю летальних випадкiв (18.0% вiд загальної кiлькостi смертей

вiд раку) та друге мiсце за кiлькiстю дiагностованих нових випадкiв (11.4%

вiд загальної кiлькостi дiагностованих нових випадкiв на рак). Цi данi свiдчать

про дуже високу захворюванiсть та смертнiсть вiд раку легень, i теперiшнiм

рiшенням є проведення раннього скринiнгу, що часто призводить до хороших

результатiв лiкування з низькою вартiстю. Обстеження КТ з низькою дозою

опромiнення (low-dose CT ҫ LDCT) було визнано у всьому свiтi як один з ефе

ктивних пiдходiв до зниження смертностi вiд раку легень, але цi скани виявля

ють багато вузликiв, якi часто виявляються доброякiсними, а непотрiбнi бiопсiї

та операцiї можуть бути небезпечними для багатьох пацiєнтiв.

Завдяки порiвняно дешевiй цiнi та легкiй доступностi, рентгенографiя гру

дної клiтки (chest X-ray ҫ CXR) широко застосовується для монiторингу здо

ров’я та дiагностики багатьох захворювань легень (пневмонiя, туберкульоз, рак

тощо). ҡРучнийә аналiз ознак цих захворювань, виявлених за допомогою CXR,

проводиться експертами-рентгенологами, що є часто тривалим i складним про

цесом. Тим не менш, сучасна еволюцiя апаратних засобiв та програмного забез

печення для графiчної обробки (GPGPU ҫ обчислення загального призначення

на графiчних процесорах), особливо технiк глибинного навчання, включаючи

зусилля авторiв цiєї пропозицiї [9]—[12], дозволяє вченим автоматично виявля

ти багато захворювань легень за зображеннями CXR на рiвнi, що перевищує

сертифiкованих рентгенологiв [5], [6]. Незважаючи на цi успiхи, серед експер

тiв iснує переконання, що методи глибинного навчання стають ефективними у

випадку використання вiдносно великих наборiв даних (> 104 зображень (на

вчальних прикладiв)), оскiльки моделi, якi навчались на малих наборах (< 103

зображень) дають поганi прогнози i як наслiдок, такi моделi погано узагаль

нюють на нових даних, а тому володiють дуже низькою продуктивнiстю за

рiзними метриками оцiнок. Проте, методи штучного збiльшення рiзноманiтно

стi та зменшення розмiрностi даних, якi запропонованi авторами цiєї пропозицiї

(див. нижче), можуть дозволити уникнути пастки малого обсягу даних.
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Незважаючи на безлiч значних результатiв, яких досягли сучаснi

CADe/CADx системи, все ще є певнi проблеми з якими сьогоднi вони стикаю

ться. Через велику доступнiсть даних та необхiднiсть аналiзу таких даних, однi

єю з найбiльших проблем є згадана проблема великих даних, з якою сьогоднi

стикаються системи CADe/CADx. Часто медичнi данi є складними i можуть бу

ти неструктурованими, напiвструктурованими, неправильно маркованими або

немаркованими даними. Виникає потреба у високорозвинених пiдходах до їх

зберiгання, пошуку та аналiзу в стислi строки. Величезнi зусилля були присвя

ченi створенню iнновацiйних методик для основних етапiв обробки медичних

даних (сегментацiя, вилучення / вiдбiр ознак та класифiкацiя захворювань) у

наявних системах [7]. Але все ще не iснує єдиного найкращого алгоритму для

кожного етапу обробки з меншим обчислювальним часом, тому додатковi до

слiдження у створеннi iнновацiйних AI-алгоритмiв для всiх аспектiв доступних

систем є надзвичайно важливими. ҡРучнийә аналiз цих зображень може бути

трудомiстким i ненадiйним.

Об’єкт дослiдження. В цьому контекстi в якостi об’єкту дослiдження бу

ло обрано процеси дистанцiйного автоматизованого виявлення (Computer-Aided

Detection ҫ CADe) i дистанцiйної автоматизованої дiагностики (Computer-Aided

Diagnostics ҫ CADx) хвороб людини.

Метою роботи є створення платформи штучного iнтелекту (ШI) для

розробки, втiлення та iнтеграцiї методiв ШI для CADe/CADx на основi обробки

наборiв медичних даних великого обсягу (датасетiв).

Методи дослiдження. Для досягнення цiєї мети було обрано наступнi

методи дослiдження, якi є складовою методiв ШI, а саме: методи машинного

навчання (machine learning ҫ ML) та методи глибинного навчання (deep learning

ҫ DL) для автоматизованого аналiзу медичних даних рiзного типу i розмiрно

стi, включаючи одновимiрнi акустичнi, двовимiрнi рентгенографiчнi, тривимiр

нi комп’ютерної томографiї (КТ/МРТ), багатоканальної електроенцефалогра

фiї (ЕЕГ), тощо.

Завдяки їх використанню запропонована ШI-платформа може покра

щити основнi показники (точнiсть, чутливiсть, специфiчнiсть, тощо) методiв

CADe/CADx та замiнити людей у безпечний та економiчно ефективний спосiб.

Крiм того, це дозволить використовувати запропоновану ШI-методологiю для

аналiзу iнших рiзних медичних даних, включаючи одновимiрнi (1D) акустичнi,
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двовимiрнi (2D) рентгенографiчнi, тривимiрнi (3D) КТ/МРТ томографiї, бага

токанальнi електроенцефалографiчнi (ЕЕГ), тощо.

Пропонована платформа штучного iнтелекту для дистанцiйного автома

тизованого виявлення (computer-aided detection - CADe) та автоматизованої дi

агностики (computer-aided diagnosis - CADx) захворювань людини дозволить

кiнцевим споживачам (працiвникам медичних закладiв) створювати, розгорта

ти та керувати спецiалiзованими ШI-додатками у гiбридних обчислювальних

середовищах (на основi хмарних та периферiйних обчислень) для доступу до

медичних даних надвеликого обсягу, їх обробки, аналiзу та звiтностi в робочому

процесi, виявлення вiдхилень та ознак захворювань.

Широко вiдомi iснуючi рiшення [7] характеризуються деякими недолiка

ми, якi пов’язанi з: вiдхиленням даних (biased datasets), якi часто серйозно

зменшують показники розроблених DL-моделей [13], [14], недбалим або непро

фесiйним (автоматичним) маркуванням даних [15], [16], дисбалансом даних

(imbalanced datasets) при наявностi слабо представлених класiв у датасетах [17],

особливо для COVID-19, та обмеженiстю даних взагалi по рiдкiсних хворобах.

На вiдмiну вiд iснуючих рiшень в даному проєктi пропонується використати

кiлька перспективних пiдходiв на основi методiв, якi були розробленi авторами

цiєї пропозицiї для уникнення цих недолiкiв.

Вiдповiдно до календарного плану пiд час пiдготовчого етапу було постав

лено за мету:

1. Виконати попередню обробку датасетiв.

2. Сегментувати найбiльш цiкавi дiлянки (region of interest ҫ ROI).

3. Зменшити розмiрнiсть даних та штучно збiльшити рiзноманiтнiсть да

них.

4. Випробувати DL-методи для класифiкацiї захворювань.

5. Застосувати методи для обробки надвеликих даних (Big Data).

Для досягнення поставленої мети на пiдготовчого етапi було поставлено

для Субвиконавця наступнi завдання:

1. Налаштування придбаного обладнання (для залученого робочого вузла

1 (WU1) та вузла 2 (WU2) на встановленiй робочiй станцiї).

2. Встановлення програмного забезпечення (на базi хмарного сервера та

на сторонi клiєнта: ОС, бiблiотеки-оболонки, бiблiотеки тощо) (WU1 /

WU2).
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3. Виконати загальнi тести обладнання та програмного забезпечення

(WU1 / WU2).

Вiдповiдно до календарного плану пiд час Етапу №1: ҡАдаптацiя нового

набору даних рентгенографiї грудної клiтки (CXR) для Covid 19 (Covid-дата

сет)ә в поточному роцi було поставлено за мету:

1. Встановити та навчити DTL-19 моделi.

Для досягнення поставленої мети на Етапi №1: ҡАдаптацiя нового набору

даних рентгенографiї грудної клiтки (CXR) для Covid 19 (Covid-датасет)ә було

поставлено для Субвиконавця наступнi завдання:

1. Зробити вибiр/налаштування стандартних моделей глибинного навча

ння (DL) на конфiгурацiї вiртуального прототипу обладнання та про

грамного забезпечення на основi платформи медичного застосуван

ня Nvidia Clara та моделей для периферiйних обчислень (включно iз

Google Coral, Inel Movidius, тощо). Для кiлькох прикладiв практичного

застосування пiдготовити доповiдi для представлення на конференцiях.

2. Дослiдити, розробити та протестувати: мiнi-модель DTL-19 з перена

вчанням щiльних шарiв (WU1), мiдi-модель DTL-19 з перенавчанням

деяких згорткових CNN-шарiв + щiльних шарiв (WU1), максi-модель

DTL-19 з перенавчанням усiх шарiв (WU2).
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РОЗДIЛ 1. ОРГАНIЗАЦIЯ АПАРАТНОГО I ПРОГРАМНОГО
ЗАБЕЗПЕЧЕННЯ

Для досягнення головної мети проєкту на пiдготовчому етапi були сформу

льованi завдання щодо налаштування апаратного та програмного забезпечення

для органiзацiї технiчної бази дослiджень. Цi завдання виконувались у тiснiй

спiвпрацi iз субвиконавцем, а саме компанiєю ТОВ ҡТАНХОСТә, яка має бага

тий досвiд i глибокi експертнi знання в контекстi встановлення, налаштування,

супроводження апаратного i програмного забезпечення та дистанцiйного поста

чання сервiсiв для високопродуктивних обчислень.

Протягом останнiх рокiв прогрес машинного навчання (ML), особливо

глибинного навчання (DL) та глибоких нейронних мереж (deep learning neural

network ҫ DNN) [18]—[20], тiсно пов’язаний з недавнiми досягненнями у високо

продуктивних обчисленнях (high-performance computing ҫ HPC), розподiлених

обчисленнях та конкретних обчислювальних архiтектурах.

Вимоги до бiльшої точностi, швидшого навчання та меншого часу пе

редбачення також тiсно пов’язанi з вимогами до бiльшої обчислювальної по

тужностi, бiльшої пам’ятi, бiльшої пропускної здатностi мережi тощо. На да

ний момент для цього використовуються рiзнi IТ-iнфраструктури: вiд настiль

них комп’ютерiв (модель спiльної пам’ятi) до паралельних апаратних архiте

ктур, таких як HPC (наприклад, кластери з моделями спiльної та розподiленої

пам’ятi), хмарних обчислень (систем iз розподiленими моделями пам’ятi), ту

манних обчислень [21] та росяних обчислень [22], [23], якi особливо популярнi

та широко використовуються сьогоднi [22]—[24] для периферiйних обчислюваль

них пристроїв у рамках парадигми периферiйних обчислень (Edge Computing

ҫ EC) [25], [26].

Еволюцiя цiєї iнфраструктури вiдповiдає сучаснiй тенденцiї апаратно при

скорених програм DL. За останнє десятилiття це було тiсно пов’язано з розроб

кою графiчних процесорiв (GPU) або графiчних процесорiв загального призна

чення (GPGPU). Однак нещодавно з’явилося широке розмаїття старих та но

вих альтернативних платформ, починаючи вiд процесорiв цифрових сигналiв

(digital signal processor ҫ DSP) та програмованi користувачем вентильнi матрицi

(ҥeld-programmable gate array ҫ FPGA) [27], [28] до абсолютно нової архiтектури

прикладних iнтегральних схем специфiчного застосування (application-speciҥc
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integrated circuit ҫ ASIC) [29], включаючи нейроморфне обладнання [30], [31],

архiтектури тензорної обробки (tensor processing architecture ҫ TPA), такi як

тензорнi ядра (Tensor Cores ҫ TC) вiд NVIDIA [32], тензорнi блоки обробки або

тензорнi процесори (tensor processing unit ҫ TPU) вiд Google [33], блоки для

нейронних обчислень або нейроннi процесори (neural processing unit ҫ NPU),

призначенi для спецiалiзованих задач обробки тензорiв, якi широко використо

вуються в програмах машинного навчання.

В контекстi парадигми ЕС з’явився новий тип специфiчних пристроїв ти

пу ҡсистема на кристалiә (System on a Chip ҫ SoC) для ефективного запуску

моделей глибокого навчання на крайнiх обчислювальних пристроях. Цi приско

рювачi периферiйних обчислень (Edge Computing Accelerators ҫ ECA) мають

очевиднi переваги, такi як низька затримка, висока енергоефективнiсть, безпе

ка, мiсцевiсть тощо, що надає численнi можливостi в реальних додатках [34].

Протягом останнiх рокiв на ринку з’явилися численнi прискорювачi обчи

слювальної технiки з вiдповiдним SDK, включаючи NVidia Jetson Nano [35],

Google Coral [36], Intel NPU та зоровi процесори (Vision Processing Unit ҫ

VPU) [37] та їх похiднi, такi як Horned Sungem (на базi Intel Movidius NPU) [38],

HiSilicon Kirin 970 SoC з архiтектурою HiAI та видiленим NPU [39].

Зазвичай вони дозволяють використовувати висновок глибинного навча

ння на базi CNN на крайовому шарi, пiдтримують неоднорiдне виконання в

рiзних прискорювачах комп’ютерного зору (включаючи GPU, NPU, NPU, VPU

тощо), застосовують певну внутрiшню оптимiзацiю для отримання максималь

ної продуктивностi виводу та швидко розгортати програми та рiшення для пе

редбачення зору, використовуючи вiдповiднi бiблiотеки.

У цьому дослiдженнi ми коротко обговоримо деякi спецiалiзованi ECA, ви

свiтлимо їх впровадження в контекстi EC, представимо результати дослiджень

щодо ефективностi деяких популярних апаратних реалiзацiй у контекстi EC

та запропонуємо метод оцiнки для оцiнки їх ефективного використання в цей

контекст.

Основною метою цiєї роботи є вивчення продуктивностi висновкiв та ефе

ктивностi iснуючого спецiалiзованого обладнання на популярному варiантi ме

дичного застосування для оцiнки фiзичної активностi людей (наприклад для

догляду за лiтнiми людьми) на основi розпiзнавання пози людини, що дозволяє
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прогнозувати ефективнiсть з огляду на прихованi накладнi витрати навiть при

використаннi закритих комерцiйних рiшень.

У контекстi розподiлених обчислень туманнi обчислення (fog computing

ҫ FC) зазвичай розглядаються як архiтектура, яка використовує обчислюваль

нi пристрої периферiйного рiвня, щоб виконувати значну частину обчислень,

зберiгання та зв’язку локально та направляти узагальненi данi через Iнтернет

з’єднання. Така парадигма може ефективно пiдтримувати величезний обсяг но

вих додаткiв iнтернету речей (Internet of Things ҫ IoT), що вимагають режи

му роботи в режимi реального часу, передбачуваної продуктивностi та затрим

ки [21].

Парадигма росяних обчислень (dew computing ҫ DC) виходить за рамки

концепцiї обчислень Cloud-Fog до концепцiї мiкросервiсу у вертикально розпо

дiленiй обчислювальнiй iєрархiї. У порiвняннi з FC парадигма DC додатково

змiщує межi обчислювальних додаткiв, даних та служб низького рiвня з цен

тралiзованих вiртуальних вузлiв (навiть з рiвня FC) на кiнцевих користувачiв.

Тип архiтектури Cloud-Fog-Dew дозволяє розповсюджувати та обмiнюватися

iнформацiєю мiж пристроями кiнцевих користувачiв (наприклад, ноутбуками,

смартфонами, розумними годинниками та iншими типами розумних пристосу

вань, особливо носимою електронiкою (wearable electronics ҫ WE) в додатках

охорони здоров’я), таким чином забезпечуючи доступ до даних навiть коли гло

бальне пiдключення до мережi недоступне. Парадигма DC також використо

вує локальнi ресурси, якi постiйно пiдключенi до мережi, такi як рiзнi розумнi

гаджети та датчики. Насправдi DC охоплює широкий спектр технологiй, що

дозволяють повсякденне використання загального призначення в робочих та

побутових умовах, аж до рiвня простого та спецiального обладнання та мiкро

послуг [22]—[24].

Останнiм часом парадигма ЕС стає дуже популярною. FC-DC та EC забез

печують майже однаковi функцiональнi можливостi, використовуючи обчислю

вальнi можливостi в локальнiй мережi (local area network ҫ LAN) для виконання

обчислень та зберiгання даних, якi зазвичай виконувались у хмарi. Основна рi

зниця мiж FC-DC та EC пов’язана з мiсцем, де вiдбувається обробка даних:

EC, як правило, вiдбувається безпосередньо на крайнiх пристроях, до яких пiд

ключенi датчики / виконавчi механiзми, або деяких локальних шлюзових при

строях, що знаходяться поруч iз датчиками / виконавчими механiзмами. Але
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FC-DC переносить обробку даних на блоки обробки, якi пiдключенi до локаль

ної мережi або до самого обладнання LAN, тому зазвичай вони вiддаленiшi вiд

датчикiв / виконавчих механiзмiв.

Парадигма EC дозволяє зберiгати та обробляти данi на крайнiх пристроях

без завантаження на платформу CC-FC-DC iз наступними перевагами: швидша

обробка та аналiз даних (у реальному часi); вища безпека; низька вартiсть воло

дiння та пiдтримки; низьке споживання енергiї; низька вартiсть мережi; краща

масштабованiсть; вища незалежнiсть та iншi [25], [26].

Завдяки цим перевагам, а також тому, що ресурси iнтелектуального обла

днання ЕС, як правило, обмеженi, а алгоритми ШI на базi DL часто потре

бують величезних обчислювальних та сховищних ресурсiв, дорогого живлен

ня та пiдтримки, тому легкi рiшення ШI для програм ЕС зараз активно до

слiджуються [40]. Впровадження DL-програм для пристроїв EC вiдрiзняється

вiд DL-програм на хмарних обчисленнях, де iнтенсивнi обчислення для DL мо

жуть бути наданi як послуга. Кiлька дослiджень були присвяченi дослiдженню

комбiнованих пiдходiв EC / CC, так званих гiбридних архiтектурних крайових

хмар [40].

Слiд зазначити, що обчислювальнi вимоги DL для пристроїв ЕС з обмеже

ними ресурсами також пов’язанi з рiзними додатковими операцiями та вiдповiд

ними накладними витратами (вхiд / вихiд, пiдтримка операцiйної системи (ОС),

пiдключення, спiльний зв’язок тощо), якi рiдко розглядаються, вимiрюються та

обговорюються щодо реального додатку (за винятком деяких простих iлюстра

тивних прикладiв у стандартних наборах даних або за спрощених умов). У

цьому контекстi ефективнiсть цих систем EC повинна бути оцiнена або визначе

на для правильного розгортання додаткiв, оптимiзацiї ресурсiв та ефективного

прийняття рiшень. Незважаючи на наявнiсть численних тестiв пристроїв ЕС (як

правило, надаються виробниками пристроїв ЕС), iнфраструктур, пiдходiв [41]

та тестiв реальних додаткiв [34], внесок накладних витрат для рiзних наявних

конфiгурацiй та фактичної продуктивностi ЕС на даний момент ретельно не

вивчено.

Незважаючи на нещодавнiй прогрес у галузi AI, DL та EC, значнi пробле

ми залишаються при розгортаннi моделей та програм DL на iнфраструктурi EC

(прискорювачi, контролери, сервери та їх поєднання). Зазвичай вони пов’язанi

з часом затримки, часом передбачення, енергiєю, мiграцiєю, оптимiзацiєю. Не
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зважаючи на багато чудових дослiджень, описаних вище, ретельний розгляд пи

тання зменшення часу затримки та часу передбачення, проблема залишається

особливо для обробки високоякiсних вхiдних зображень та вiдео. Наприклад,

мiнiмальне споживання енергiї є бажаним для програм DL на ECA, оскiль

ки вони часто живляться вiд батареї [42]. Цього можна досягти, зменшивши

кiлькiсть обчислень, пов’язаних з DL, але це може зменшити ефективнiсть про

гнозування. Оптимiзацiя конкретних апаратних чiпiв (наприклад, GPU i TPU)

за рахунок зменшення споживання енергiї без шкоди для точностi є однiєю з

найгарячiших тем у цiй галузi [40], [41], [43]. Через рiзноманiтнiсть доступних

та майбутнiх ECA проблема великої мiграцiї виникає для великих моделей DL,

нацiлених на iнфраструктуру EC. Цим проблемам було присвячено багато дослi

джень, i запропоновано деякi ефективнi рiшення на основi вiртуальних машин,

контейнерiв та конкретних мережевих методiв [44]—[47]. Для вирiшення цих

проблем потрiбнi системнi вимiрювання та експерименти, щоб отримати емпi

ричне розумiння проблем мiграцiї. Але вплив накладних витрат на навколишнє

середовище на ефективнiсть ECA для конкретних випадкiв використання ще не

дослiджено, i пошук оптимальних конфiгурацiй для низьких накладних витрат

та масштабного використання ECA представляє великий практичний iнтерес.

У логiстицi, транспортi, телекомунiкацiях проблема ҡостанньої милiә озна

чає складнiсть доставки товару вiд швидкiсних сполучень до кiнцевих пунктiв

призначення через високошвидкiснi останнi сполучення, коли ця ефективнiсть

страждає вiд цього уповiльнення. Подiбна ситуацiя може виникнути, коли висо

коефективне обладнання (наприклад, ECA останнiх випускiв) може бути засто

совано до високооптимiзованих моделей DL, але всi цi прискорення можуть бути

зменшенi накладними витратами на ҡостаннiй милiә, користувачi використову

ють неефективну пiдтримку, яку надає ОС за замовчуванням, застосовнiсть

режимiв повiльного пiдключення та незнання деяких конкретних рекомендацiй

виробника, таких як режими розгону тощо. Проблема посилюється використан

ням деяких застарiлих компонентiв в екосистемi EC, наприклад, неефективних

ОС, повiльного пiдключення через USB, незнання режимiв розгону, запропоно

ваних виробниками. Вплив належної оптимiзацiї на продуктивнiсть iнтуїтивно

очевидний, але конкретний аналiз прискорення ранiше не проводився для кон

кретних типiв ECA, моделей DL та додаткiв.
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1.1 Конфiгурацiя серверу iз графiчними прискорювачами

Для завдань проєкту було заплановано придбання високопродуктивного

серверу iз графiчними прискорювачами широкого застосування (general purpose

graphic processing unit ҫ GPGPU, далi GPU). Для органiзацiї 2-x (i бiльше в

перспективi подальшого розвитку проєкту на наступних етапах) робочих мiсць

розробника було заплановано створення вiртуальних машин рiзної конфiгурацiї.

Така органiзацiя технiчної бази високопродуктивних обчислень на основi вiртуа

лiзацiї дозволяє забезпечити високу вiдмовостiйкiсть внаслiдок збоїв елементiв

програмного/апаратного забезпечення i енергоживлення, легку переносимiсть

на iншi фiзичнi платформи при оновленнi фiзичних компонентiв апаратного за

безпечення, надiйну вiдтворюванiсть робочого оточення при розширеннi кола

розробникiв i переносу усiєї платформи на робочi мiсця потенцiйних спожива

чiв.

Сучаснi GPU не обмеженi звичайним виводом зображення або образу на

екран, вони мають вбудований графiчний процесор, який здатен виконувати до

даткову обробку, беручи на себе задачу центрального процесору (central processi

ng unit ҫ CPU). GPU було розроблено для прискорення обробки графiки, сьо

годнi GPU здатнi сильно прискорити обчислювальнi процеси для глибинного

навчання. Вони є невiд’ємною частиною сучасної сфери машинного навчання,

а новi GPU часто розробляються спецiально iз розрахунку на використання їх

для сфери машинного, i в особливостi глибинного, навчання.

Принцип обчислень за допомогою GPU. GPU складаються з спе

цiальних обчислювальних ядер, якi використовуються для прискорення обчи

слювальних процесiв. Спочатку вони були призначенi виключно для обробки

зображень та рiзного роду графiчних та вiзуальних даних.

Однак сьогоднiшня тенденцiя полягає у впровадженнi для прискорення

процесiв обчислення, таких як глибинне навчання. Така тенденцiя пов’язана з

тим, що GPU здатнi ефективно виконувати паралельнi обчислення для масових

розподiлених обчислень.

Головною перевагою GPU є здатнiсть паралельно виконувати обчислення

та одночасно обробляти частини одного цiлого набору даних. Для реалiзацiї

паралельних обчислень використовуються чотири основнi типи архiтектур:
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1. Одна iнструкцiя, один елемент даних (SISD ҫ single instruction, single

data).

2. Одна iнструкцiя, багато елементiв даних (SIMD ҫ single instruction,

multiple data).

3. Багато iнструкцiй, один елемент даних (MISD ҫ multiple instructions,

single data).

4. Багато iнструкцiй, багато елементiв даних (MIMD - multiple instructi

ons, multiple data).

Бiльшiсть процесорiв мають багатоядерну архiтектуру MIMD. У свою чер

гу GPU використовують архiтектуру SIMD, що робить GPU найкращим варi

антом вибору для пiдходiв глибинного навчання, яким необхiдно виконання

однакових процесiв для великої кiлькостi рiзних даних.

Такий пiдхiд дозволяє розподiляти процеси машинного навчання i зда

тний значно прискорити виконання операцiй. За допомогою архiтектури GPU

є можливiсть накопичувати багато ядер, якi будуть використовувати набагато

менше ресурсiв не знижуючи при цьому ефективнiсть та обчислювальнi можли

востi машини загалом.

На хмарних iнфраструктурах Нацiональний технiчний унiверситет Укра

їни ҡКиївський полiтехнiчний iнститут iменi Iгоря Сiкорськогоә i субвиконавця

ТОВ ҡТАНХОСТә були створенi кiлька версiй вiртуальних машин (прототипiв

запланованого фiзичного обладнання) iз кiлькома центральними процесорами,

рiзним обсягом оперативної пам’ятi i дискових накопичувачiв та рiзними типа

ми GPU.

Типова послiдовнiсть дiй по встановленню та налаштуванню серверу

включала наступнi операцiї (приклад серверу #NVClara):

1. На серверi було встановлено ОС Debian GNU/Linux 10 з системою вiр

туалiзацiї Proxmox VE 6.2-1.

2. Були внесенi змiни в налаштуваннях ОС Debian GNU/Linux 10 для

передачi в вiртуальну машину пристрою GPU без шару вiртуалiзацiї

(GPU Passthrough). Такий спосiб органiзацiї вiртуальних ресурсiв до

зволив отримати таку саму продуктивнiсть, як на апаратному забезпе

ченнi без використання вiртуалiзацiї.

3. Була створена вiртуальна машина з наступними параметрами:

(а) тип процесора: Intel(R) Xeon(R) CPU E5-2620 v4
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(б) обсяг оперативної пам’ятi 32GB

(в) GPU: PNY GTX 1080 TI, 11GB GDDR5x

(г) обсяг диску: 100GB

4. На вiртуальнiй машинi була встановлена ОС Ubuntu 18.04 LTS

5. Було встановлене наступне програмне забезпечення:

(а) NVIDIA Driver release 440

(б) NVIDIA CUDA 11.0.194

(в) Kubernetes 1.15.4

(г) Docker 19.03.1

(д) nvidia-docker 2.2

(е) Helm 2.15.2

6. Були встановленi наступнi компоненти Clara Deploy SDK:

(а) dicom

(б) render

(в) monitor

(г) console

7. Був запущений еталонний приклад для перевiрки роботи компонент

Clara Deploy SDK.

На iншому серверi (#162) була виконана аналогiчна послiдовнiсть дiй i

встановлена аналогiчна конфiгурацiя (iз деякими варiацiями версiй):

1. На серверi було встановлено ОС Debian GNU/Linux 10 з системою вiр

туалiзацiї Proxmox VE 6.2-1.

2. Були внесенi змiни в налаштуваннях ОС Debian GNU/Linux 10 для

передачi в вiртуальну машину пристрою GPU без шару вiртуалiзацiї

(GPU Passthrough). Такий спосiб органiзацiї вiртуальних ресурсiв до

зволив отримати таку саму продуктивнiсть, як на апаратному забезпе

ченнi без використання вiртуалiзацiї.

3. Була створена вiртуальна машина з наступними параметрами:

(а) тип процесора: Intel(R) Xeon(R) CPU E5620 @ 2.40GHz,

8 ядер

(б) обсяг оперативної пам’ятi 12GB

(в) GPU: GeForce GTX 1080 Ti, 11GB GDDR5x

(г) обсяг диску: 100GB

4. На вiртуальнiй машинi була встановлена ОС Ubuntu 18.04.4 LTS
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5. Було встановлене наступне програмне забезпечення:

(а) NVIDIA Driver release 450.51.06

(б) NVIDIA CUDA 10.1.243

(в) Tensorѕow 2.0.2

На додатковому серверi (#163) була також виконана аналогiчна послiдов

нiсть дiй i встановлена аналогiчна конфiгурацiя (iз деякими варiацiями версiй):

1. На серверi було встановлено ОС Debian GNU/Linux 10 з системою вiр

туалiзацiї Proxmox VE 6.2-1.

2. Були внесенi змiни в налаштуваннях ОС Debian GNU/Linux 10 для

передачi в вiртуальну машину пристрою GPU без шару вiртуалiзацiї

(GPU Passthrough). Такий спосiб органiзацiї вiртуальних ресурсiв до

зволив отримати таку саму продуктивнiсть, як на апаратному забезпе

ченнi без використання вiртуалiзацiї.

3. Була створена вiртуальна машина з наступними параметрами:

(а) тип процесора: Intel(R) Xeon(R) CPU E5620 @ 2.40GHz,

8 ядер

(б) обсяг оперативної пам’ятi 20GB

(в) GPU: GeForce GTX 1080 Ti, 11GB GDDR5x

(г) обсяг диску: 100GB

4. На вiртуальнiй машинi була встановлена ОС Ubuntu 16.04.6 LTS

5. Було встановлене наступне програмне забезпечення:

(а) NVIDIA Driver release 440.64.00

(б) NVIDIA CUDA 10.2.89

(в) Tensorѕow 1.14.0

Для попередньої обробки наборiв даних i розробки DL моделей було вста

новлено, налаштовано i протестовано сукупнiсть допомiжних Python-бiблiотек.

Усi цi потужностi було використано для виконання завдань даного етапу iз

результатами, якi описанi у наступних роздiлах. Загалом протестованi вiртуаль

нi конфiгурацiї на загаданих вище вiртуальних машинах цiлком вiдповiдають

вимогам запланованого фiзичного обладнання i будуть перенесенi на них пiсля

закiнчення тендерних процедур i отримання їх на наступних етапах проєкту.
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1.2 Конфiгурацiя серверу iз прискорювачами на основi тензорних
обчислень

В цьому роздiлi описанi принципи використання прискорювачiв на основi

тензорних ядер, якi були використанi на даному етапi в конфiгурацiї хмарної

послуги на майданчику Colaboratory i платформi Kaggle TPUv3 компанiї Google

на безкоштовнiй основi в якостi запланованого тестового прогону описаних в

наступних роздiлах завдань.

Принцип обчислень за допомогою TPU. Tensor Processing Unit

(TPU) ҫ тензорний процесор, розроблений компанiєю Google для використа

ння з бiблiотекою машинного навчання TensorFlow. Являє собою спецiалiзова

ну iнтегральну схему, що вiдноситься до нейронних процесорiв. В порiвняннi з

графiчними процесорами, TPU розрахований на бiльшу кiлькiсть обчислень з

пониженою 8-розрядною точнiстю при менших енергозатратах.

Технологiя реалiзована у виглядi матричного помножувача для 8-розря

дних чисел, що керується CISC-iнструкцiями CPU по шинi PCI Express 3.0.

Принцип у тому, що у TPU використовується менше обчислювальних бiтiв, нiж

у GPU та CPU. Вiн оброблює тiльки тi бiти, якi необхiдно оброблювати у той

час, коли це необхiдно, тобто ККД значно бiльший, нiж у iнших нейронних

пристроїв.

Тензорний процесор включає в себе наступнi обчислювальнi ресурси:

1. Матричний помножувач (MXU). 65536 8-бiтних модулiв множення i до

давання для матричних операцiй.

2. Унiфiкований буфер (UB). 24 мегабайти SRAM, якi виступають в якостi

регiстрiв.

3. Блок активацiї (AU) ҫ набiр функцiй активацiї.

Щоб мати можливiсть контролювати роботу компонентiв були розробленi

високо рiвневi iнструкцiї для нейронних мереж (табл. 1.1).
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Таблиця 1.1 — Список основного апаратного забезпечення TPU

TPU iнструкцiя Функцiя

Read_Host_Memory Зчитування даних з пам’ятi

Read_Weights Зчитування вагiв з пам’ятi

MatrixMultiply / Convolve
Множення або згортка даних i

вагiв, накопичування результатiв

Activation Застосування функцiї активацiї

Write_Host_Memory Запис результатiв у пам’ять

Даний набiр команд фокусується на основних математичних операцiях,

якi необхiднi для виводу нейронної мережi: матричного множення мiж вхiдни

ми даними i вагами та застосування функцiй активацiї. Тобто, архiтектура TPU

iнкапсулює суть обчислень нейронної мережi i може бути запрограмована для

широкого спектру моделей нейронних мереж. Для того щоб його запрограмува

ти було створено компiлятор i програмний стек, який переводить виклики API

з графiв TensorFlow в iнструкцiї TPU (рис. 1.1).

Рисунок 1.1 — Схема взаємодiї TPU з програмним середовищем

Механiзм множення матриць у TPU реалiзований так, що можна викону

вати 65536 операцiй множення i додавання 8-бiтних цiлих чисел за кожний цикл,

що значно перевищує показники GPU i CPU. Для порiвняння RISC процесор

без векторної архiтектури здатен виконувати декiлька операцiй на iнструкцiю,
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а GPU, в залежностi вiд архiтектури, бiля тисячi операцiй. TPU, в порiвняннi

з CPU та GPU, має показники на кiлька порядкiв краще i складає сотнi тисяч

операцiй за один цикл.

Внаслiдок цих переваг TPU над традицiйними CPU/GPU в даному про

ектi було зроблено наголос на використаннi TPU у серверному i клiєнтському

оточеннi для дистанцiйного i локального доступу вiдповiдно. Результати цих

дослiджень в контекстi медичних застосувань для деяких практичних ситуацiй

наведено у наступних роздiлах даного звiту.

На пiдготовчому етапi виконання проєкту використовувались потужностi

платформи Kaggle iз апаратним забезпеченням Cloud TPUv3-8 компанiї Google

iз наступною конфiгурацiєю: модулi TPUv3-8 були оснащенi 8 ядрами (4 про

цесори по 2 ядра в кожному), 128 ГБ високошвидкiсної пам’ятi, що загалом

дозволяє досягти обчислювальну потужнiсть у 420 TFLOPS.

1.3 Конфiгурацiя клiєнтського робочого мiсця iз прискорювачами
на основi тензорних обчислень

Зараз органiзацiї охорони здоров’я можуть надавати кращi послуги з ав

томатизованої дiагностики на мiсцi (CADe / CADx) завдяки поєднанню нових

IТ-технологiй, таких як ШI (включаючи DL [6], [48]—[50]), децентралiзовану

iнфраструктуру (включаючи блокчейн [51], [52]) та розподiлених обчислень

(включаючи CC-FC-DC). За допомогою передових обчислень кiнцевi користу

вачi охорони здоров’я (наприклад, пацiєнти, лiкарi, лiкарнi тощо) можуть ви

користовувати потенцiал поєднання IТ на своїх робочих мiсцях.

Ця робота мотивована роботами, присвяченими медичним застосуванням,

де пiдходи DL використовувались для вимiрювання та оцiнки стану здоров’я

CADe / CADx рiзних захворювань (таких як рак [9], [53]—[55], туберкульоз [4],

[56], [57], кiлька iнших легеневих аномалiй [6], [12], [58] та iн.) i можуть бути

легко перенесенi в EC для кiнцевих користувачiв в галузi охорони здоров’я.

Це стало очевидним пiд час поточної пандемiї COVID-2019, коли з’явився ве

личезний обсяг вiдповiдного DL-контенту, який був ретельно розглянутий та

критикований [59].

Бiльше того, EC з DL стає все бiльш популярним завдяки використанню

WE для монiторингу стану здоров’я на мiсцi та в режимi реального часу не тiль
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ки в медицинi, але i в iнших галузях, таких як спорт, транспорт, виробництво,

вiдпочинок тощо [60]—[65], де використовуються численнi датчики, якi можна

носити на тiлi людини для отримання деякої iнформацiї про стану здоров’я.

В даному проєктi задача монiторингу пози людини розглядається як змодельо

ваний варiант оцiнки продуктивностi деяких доступних пристроїв ЕС в рiзних

конфiгурацiях середовищ кiнцевих користувачiв.

Зараз багато персональних гаджетiв можуть робити передбачення на осно

вi багатьох моделей DL (пiсля належної адаптацiї) на пристроях ЕС, таких

як IoT-контролери, смартфони, WE та iн. Крiм них, малопотужнi та застарi

лi ноутбуки та настiльнi комп’ютери без потужних процесорних мiкросхем або

вбудованих апаратних прискорювачiв, такi як GPU-карти, можуть бути осна

щенi новою категорiєю мiкросхем (ECA [18]), спрямованих на висновки на рiвнi

EC, завдяки своїй здатностi виконувати обчислення для моделей DL з високим

часом продуктивнiсть (латентнiсть, умовивiд, iтерацiя та iншi часи) i без шко

ди для продуктивностi прогнозування (точнiсть, втрата тощо). Незважаючи на

кiлька спроб вимiряти експлуатацiйнi характеристики таких ECA [34], [41], [66],

їх характеристики часто невiдомi в умовах реальних застосувань, а вплив на

кладних витрат при рiзних наявних конфiгурацiях i фактична ефективнiсть

ECA на даний момент не була ретельно дослiджена.

Серед рiзних ранiше згаданих ECA та вiдповiдних SDK тут були дослiдже

нi двi широко використовуванi ECA (а саме, Google Coral [36] та Horned Sungem

на базi Intel Movidius NPU [38]) через їх придатнiсть не лише для пристроїв IoT

та WE, а також для ПК низького класу, як-от ноутбуки та настiльнi ПК.

Щоб забезпечити належну основу для порiвняння, це дослiдження було

проведено для декiлькох рiзних програмно-апаратних конфiгурацiй, якi є най

бiльш широко доступними для кiнцевих користувачiв з ПК низького рiвня, як

от ноутбуки та настiльнi комп’ютери без потужних чiпiв процесора або вбудова

них апаратних прискорювачiв, таких як GPU-карти. Ми повiдомляємо про їхнi

результати щодо часу передбачення та часу iтерацiї, який є часом передбачення

та всiм пов’язаним iз цим накладним часом (введення даних та вихiд результа

тiв). Цi результати та подальшi аналiтичнi данi можуть бути використанi для

передбачуваної та дешевої оптимiзацiї програмного / апаратного забезпечення

для кiнцевого користувача, щоб отримати кращу продуктивнiсть висновкiв за
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допомогою дешевих та широко доступних ECA на базi Google Coral, Intel Movi

dius та iншi рiшення.

Серед багатьох апаратних реалiзацiй, запропонованих рiзними виробника

ми для прискорення виконання моделей глибокого навчання на рiвнi EC, було

обрано два популярних типи ECA (Google Coral та Horned Sungem) та дослi

дженi в рiзних конфiгурацiях середовища з порiвнянням їх використання на

платформах CPU та GPU. У цiй роботi мотивацiя їх вибору була продиктована

їх широкою доступнiстю, низькою цiною, пiдтримкою та наявним використан

ням додаткiв з нашого фактичного досвiду: в галузi охорони здоров’я на основi

рентгенологiчного зображення грудної клiтки та прогнозування захворювань

легень [54]—[58], у спортi та повсякденному життi для розпiзнавання активно

стi [62], [63] та догляду за похилими людьми за позою людини та розпiзнавання

дiяльностi [24], [65], [66].

Google TPU. Протягом останнiх рокiв Google випустив кiлька вер

сiй їх платформи Tensor Processing Unit (TPU), якi можна використову

вати в хмарному середовищi, вiдомi як Google Cloud TPU v1, v2 i v3

(https://cloud.google.com/tpu/) [33] та в середовищi EC, вiдоме як EdgeTPU

пiд торговою маркою Google Coral (https://www.coral.ai).

TPU стають популярними для пiдвищення ефективностi та швидкостi

DNN, оскiльки згiдно з доступними тестами, TPU може обробляти DNN до

30 разiв швидше i може бути до 80 разiв енергоефективнiшим, нiж процесори

або графiчнi процесори [28], [67]. Це можливо, оскiльки TPU спецiально присто

сований для обробки DNN з бiльшою кiлькiстю iнструкцiй за цикл, нiж CPU

та GPU. Бiльше того, TPU є унiкальним TPA завдяки своїй поточнiй досту

пностi як хмарна послуга лише в наступних конфiгурацiях: Cloud TPU v2 (180

терафлопс, 64 Гб пам’ятi з високою пропускною здатнiстю (HBM)), Cloud TPU

v3 (420 терафлопс, 128 Гб HBM), Cloud TPU v2 Pod Alpha (11,5 петафлоп, 4

ТБ HBM, 2-D тороїдальна сiтчаста мережа) [28]. EdgeTPU ҫ це специфiчна iн

тегральна схема (ASIC), яка пiдтримує лише цiлочисельнi операцiї (8/16 бiт)

та моделi TensorFlow Lite iз специфiчними вимогами [4]. Серед двох варiантiв

EdgeTPU (Coral Dev Board i як Coral Accelerator) була використана автономна

версiя на базi USB (вiдома як Coral Accelerator).

Intel VPU. Intel випустила кiлька модифiкацiй VPU, якi фактично є

малопотужними мiкросхемами SoC, призначеними для прискорення розгорта
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ння глибокого навчання та програм для комп’ютерного зору. Наприклад, Intel

Movidius Myriad X мiстить кiлька процесорiв та обчислювальних блокiв, опти

мiзованих для високого паралелiзму та виводу DNN. VPU доступний у рiзних

конфiгурацiях. У контекстi поточної роботи представляє iнтерес версiя на базi

USB-донглiв (вiдома як Intel Neural Compute Sticks ҫ NCS). Наприклад, NCS

розмiщує Movidius Myriad X VPU з 4 Гбiт оперативної пам’ятi. Цей USB-нако

пичувач можна пiдключити до будь-якого обчислювального блоку, оснащеного

USB (наприклад, до окремого ноутбука чи ПК), як спiвпроцесор, щоб пришвид

шити висновок DNN. Кiлька виробникiв пропонують подiбне рiшення, оснащене

одним i тим же VPU, наприклад, у цiй роботi розглядається популярне рiшення

Horned Sungem [38], яке базується на чiпi Intel Movidius MA245x (таблиця 1.2).

Таблиця 1.2 — Параметри апаратних засобiв, використаних у роботi (рис. 1.2)

Тип Процесор Операцiї Пам’ять Iнтерфейс I/O (швидкiсть) ОС Розгiн

GPU NVIDIA 1080 0.6 TFLOPs 11 GB PCIe Linux Немає

Horned Sangem / usb2 Intel Movidius MA245x 0.1 TOPs 512 MB USB 2.0 (480 Mbps) Linux Немає

Horned Sangem / usb3 Intel Movidius MA245x 0.1 TOPs 512 MB USB 3.0 (5 Gbps) Linux Немає

Coral Stick / usb2 / standard Google Edge TPU 4 TOPs 8 MB USB 2.0 (480 Mbps) Linux / Windows Немає / Max

Coral Stick / usb3 / standard Google Edge TPU 4 TOPs 8 MB USB 3.0 (5 Gbps) Linux / Windows Немає / Max

а) Horned Sungem б) Google Coral

Рисунок 1.2 — Приклади апаратних засобiв, використаних у роботi: Horned

Sungem а) та Google Coral б)

Нещодавно хмарну версiю Google TPU [67] i версiю Coral Dev Board

EdgeTPU [34] було протестовано та ретельно проаналiзовано, i ця робота при

свячена USB Coral Accelerator в рiзних конфiгурацiях середовища, включаючи

рiзнi ОС, пiдключення, i можливий розгiн. Незважаючи на наявнiсть деяких
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тестiв продуктивностi та великих оглядiв доступних TPA, таких як Coral Dev

Board версiя EdgeTPU [34], Google TPU [33], TPUv2 [67]—[72], систематичнi

дослiдження щодо їх продуктивностi щодо рiзних середовища кiнцевих кори

стувачiв (ОС, тип пiдключення, розгiн тощо) вiдсутнi.

Ось чому в цiй роботi особлива увага була придiлена рiзним конфiгура

цiям середовища (ОС, тип пiдключення, розгiн тощо) (рис. 1.2, табл. 1.2), якi

можуть бути легко змiненi кiнцевими користувачами для отримання кращої

продуктивностi, як це показано тут для пропонованого випадку використання

завдання розпiзнавання пози людини для спорту, охорони здоров’я, виробни

цтва та iнших застосувань.

Були розглянутi двi найпопулярнiшi ОС (Windows 10 та Ubuntu 18.0) ра

зом iз двома популярними iнтерфейсами пiдключення вводу / виводу, а саме

USB 2.0 (з максимальною швидкiстю 480 мегабiт в секунду) та USB 3.0 (з макси

мальною швидкiстю 5 гiгабiт в секунду), а також розглядаються два режими

розгону (стандартний - фактично вiдсутнiсть розгону та максимальний), запро

понованi Horned Sungem SDK.

1.4 Висновки до РОЗДIЛ 1

Налаштовано обладнання у конфiгурацiї вiртуального прототипу заплано

ваного обладнання iз графiчним прискорювачем (вiртуальна машина iз дистан

цiйним мережевим доступом).

Встановлено програмне забезпечення (на основi хмарних серверiв та клi

єнтiв): операцiйної системи Ubuntu 18, бiблiотеки-оболонки Tensorѕow 2.0 i не

обхiдних додаткових бiблiотек та компонентiв програмного забезпечення для

розробки DL-моделей, зберiгання стандартних наборiв даних (JSRT, ChestXray,

CheXpert, ISIC, ЕЕГ, та iншi), якi описанi у наступних роздiлах.

Усi конфiгурацiї вiртуального прототипу запланованого обладнання iз гра

фiчним прискорювачем (вiртуальна машина iз дистанцiйним мережевим досту

пом) було використано для повного виконання завдань даного етапу iз результа

тами, якi описанi у наступних роздiлах, у повнiй вiдповiдностi iз календарним

планом i технiчним завданням. Загалом протестованi вiртуальнi конфiгурацiї

на загаданих вище вiртуальних машинах цiлком вiдповiдають вимогам запла
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нованого фiзичного обладнання i будуть перенесенi на них пiсля закiнчення

тендерних процедур i отримання їх на наступних етапах проєкту.



35

РОЗДIЛ 2. ВСТАНОВЛЕННЯ ТА НАВЧАННЯ МОДЕЛЕЙ
ГЛИБИННОГО НАВЧАННЯ (DTL-19)

У даному роздiлi наводяться результати виконання роботи вiдповiдно до

наступних завдань, якi були запланованi для виконання пiд час проєкту:

1. Зробити вибiр/налаштування стандартних моделей глибинного навча

ння (DL) на конфiгурацiї вiртуального прототипу обладнання та про

грамного забезпечення на основi платформи медичного застосуван

ня Nvidia Clara та моделей для периферiйних обчислень (включно iз

Google Coral, Inel Movidius, тощо). Для кiлькох прикладiв практичного

застосування пiдготовити доповiдi для представлення на конференцiях.

2. Дослiдити, розробити та протестувати: мiнi-модель DTL-19 з перена

вчанням щiльних шарiв (WU1), мiдi-модель DTL-19 з перенавчанням

деяких згорткових CNN-шарiв + щiльних шарiв (WU1), максi-модель

DTL-19 з перенавчанням усiх шарiв (WU2).

Для виконання цих завдань та iнтенсифiкацiї дослiджень було сформова

но кiлька паралельних потокiв для виконання окремих складових частин робо

ти, якi не є залежними i не пов’язанi причинно-наслiдковими зв’язками, а саме

вибiр/налаштування стандартних моделей глибинного навчання (DL) для:

1. Фiльтрацiї 2D рентгенограм легень.

2. Iдентифiкацiї ознак COVID-19 iз вiзуалiзацiєю теплових карт.

3. Оцiнки пропускної здатностi моделей глибинного навчання на наявно

му апаратному забезпеченнi.

Цi паралельнi робочi потоки виконувалися на створеному на пiдготовчому

етапi робочому вузлi 1 (work unit 1 - WU1) та вузлi 2 (work unit 2 - WU2) на

встановленiй робочiй станцiї, опис яких було дано у звiтi (РОЗДIЛ 1).
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2.1 Вибiр/налаштування моделей глибинного навчання для
фiльтрацiї 2D рентгенограм легень

2.1.1 Вступ

Завдання фiльтра, який буде отримано у цiй роботi ҫ класифiкувати зо

браження на двi категорiї: chest X-ray та other.

Зображення є рентгенiвським знiмком грудної клiтки людини (chest

X-ray), якщо на ньому вiдображено двi легенi людини (лiва та права) та було

отримано за допомогою рентгенiвських променiв (звичайний рентген, не КТ).

Набiр даних, який використовувався для створення фiльтра рентгенiв

ських знiмкiв грудної клiтки людини:

1. train ҫ 10739 зображень chest X-ray та other (для навчання та валiдацiї

моделi).

2. testҫ 1800 зображень chest X-ray та other (для тестування моделi).

3. train.csv ҫ файл мiстить назви зображень разом з розширеннями та

вiдповiдними мiтками для кожного зображення з папки train.

4. sample_submission.csv ҫ зразок файлу у правильному форматi для

тестування прогнозу на зображеннях з папки test.

2.1.2 Пiдготовка оточення

Тут i далi наводяться приклади програмної реалiзацiї окремих важливих

частин компонентiв платформи ШI, якi дають уявлення про спосiб iмплемента

цiї запропонованих методiв та способiв обробки медичних зображень.

Iмпортування бiблiотек

На даному етапi виконується встановлення бiблiотек Python (рис. 2.1), якi

є необхiдними для реалiзацiї та виконання наступних фрагментiв коду обробки

медичних даних (фрагменти коду наводяться нижче iз вiдповiдними контекс

тними коментарями).
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1 import numpy as np

2 import cv2

3 import pandas as pd

4 from PIL import Image

5 import matplotlib.pyplot as plt

6 import os

7

8 import tensorflow as tf

9 import keras

10 from keras.models import Sequential

11 from keras.layers import Dense, Flatten, Dropout

12 from sklearn.model_selection import train_test_split

13 from keras.callbacks import ReduceLROnPlateau

14 from keras import optimizers

15

16 from tensorflow.keras.applications import VGG16

Рисунок 2.1 — Iмпорт бiблiотек на основi оточення Tensorѕow/Keras

Пiдготовка та перевiрка наявної iнфраструктури (рис. 2.2).

1 # Check GPUs available

2 print("Num GPUs Available: ", len(tf.config.list_physical_devices('GPU')))

Num GPUs Available: 1

Рисунок 2.2 — Перевiрка наявної iнфраструктури

2.1.3 Попередня обробка даних

Зчитування та перевiрка контенту зiбраних даних (рис. 2.3).
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1 train_df = pd.read_csv('../input/cxray/train.csv')

2 train_df

id label

0 xray_3029.jpeg 1

1 xray_824.jpeg 1

2 im_17241.jpeg 0

3 im_4272.jpeg 0

4 xray_4090.jpeg 1

... ... ...

10734 im_888.jpeg 0

10735 dif_11629.jpeg 0

10736 im_33989.jpeg 0

10737 xray_2544.jpeg 1

10738 xray_5674.jpeg 1

[10739 rows x 2 columns]

Рисунок 2.3 — Перевiрка контенту зiбраних даних

Отримання iнформацiї про кiлькiсть медичних знiмкiв(рис. 2.4).

1 len(train_df)

10739

Рисунок 2.4 — Перевiрка кiлькостi навчальних знiмкiв

Пiдготовка та перевiрка метаданих iз iнформацiєю про маркування меди

чних зображень (рис. 2.5).
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1 #map training metadata

2 train_df2 = pd.read_csv('../input/cxray/train.csv')

3 mapper = {1 : "Chest X-ray", 0 : "Other"} # map labels to readable format

4 train_df2["label"] = train_df2["label"].map(mapper)

5 train_df2

id label

0 xray_3029.jpeg Chest X-ray

1 xray_824.jpeg Chest X-ray

2 im_17241.jpeg Other

3 im_4272.jpeg Other

4 xray_4090.jpeg Chest X-ray

... ... ...

10734 im_888.jpeg Other

10735 dif_11629.jpeg Other

10736 im_33989.jpeg Other

10737 xray_2544.jpeg Chest X-ray

10738 xray_5674.jpeg Chest X-ray

[10739 rows x 2 columns]

Рисунок 2.5 — Перевiрка контенту зiбраних даних

Пiдготовка даних до навчання: з метаданих прибирається стовпчик iз iден

тифiкаторами знiмкiв (id) перед передачею маркерiв (label) в чисельному фор

матi до DL-моделi (рис. 2.6).

1 # remove id column from train_df to pass labels into model

2 train_label = train_df.drop(['id'], axis=1)

3 train_label

label

0 1

1 1

2 0

3 0

4 1

... ...

10734 0

10735 0

10736 0

10737 1

10738 1

[10739 rows x 1 columns]

Рисунок 2.6 — Пiдготовка даних до навчання
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Пiдготовка даних до вiзуалiзацiї результатiв: з метаданих прибирається

стовпчик iз iдентифiкаторами знiмкiв (id) перед передачею маркерiв (label) в

текстовому форматi до засобiв вiзуалiзацiї (рис. 2.7).

1 # remove id column from train_df2 to pass labels for visualization

2 train_label2 = train_df2.drop(['id'], axis=1)

3 train_label2

label

0 Chest X-ray

1 Chest X-ray

2 Other

3 Other

4 Chest X-ray

... ...

10734 Other

10735 Other

10736 Other

10737 Chest X-ray

10738 Chest X-ray

[10739 rows x 1 columns]

Рисунок 2.7 — Пiдготовка даних до вiзуалiзацiї результатiв

Додаємо нульовий вiдступ по краях зображення для того, щоб зробити зобра

ження квадратним та зберегти його пропорцiї(рис. 2.8).
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1 # function that add zero padding to image

2 # used to make image square to save picture proportions

3 def pad_img(img):

4 ht, wd, cc= img.shape

5

6 # min image size is 150x150

7 # select bigger axle

8 size = 150

9 if (wd >= ht and wd > 150):

10 size = wd

11 if (ht >= wd and ht > 150):

12 size = ht

13

14 ww = size

15 hh = size

16 color = (0,0,0) #black color

17

18 result = np.full((hh,ww,cc), color, dtype=np.uint8)

19

20 # compute center offset

21 xx = (ww - wd) // 2

22 yy = (hh - ht) // 2

23

24 # copy initial image into center of result image

25 result[yy:yy+ht, xx:xx+wd] = img

26 return result

Рисунок 2.8 — Додавання вiдступу по краях зображення

2.1.4 Завантаження та вiзуалiзацiя даних

Завантаження тренувальної пiдмножини датасету (рис. 2.9).

1 # load training set

2 train_set = []

3 for index, row in train_df.iterrows():

4 # read image as numpy array

5 im = cv2.imread(f"../input/cxray/train/train/{row.id}")

6 # add zero padding than resize image to 150x150 using interpolation

7 train_set.append(cv2.resize(pad_img(im), dsize=(150, 150), interpolation=cv2.INTER_CUBIC))

8 train_set = np.array(train_set) # conver train_set to numpy array

Рисунок 2.9 — Завантаження тренувальної пiдмножини датасету
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1 not_transformed_images = []

2 indexes = []

3 num_random_images = 6

4 # read num_random_images not transformed

5 for index, row in train_df2.sample(num_random_images).iterrows():

6 indexes.append(index)

7 im = cv2.imread(f"../input/cxray/train/train/{row.id}")

8 not_transformed_images.append(im)

Рисунок 2.10 — Обираємо зображення для вiзуалiзацiї

Вiзуалiзуємо обранi зображення до i пiсля їх обробки (рис. 2.11).

1 # show images on plot

2 f, ax = plt.subplots(2,num_random_images)

3 f.set_size_inches(3*num_random_images, num_random_images)

4

5 for i in range(num_random_images):

6 ax[0][i].set_title(train_label2['label'][indexes[i]])

7 ax[0][i].imshow(not_transformed_images[i])

8

9 for i in range(num_random_images):

10 ax[1][i].set_title(train_label2['label'][indexes[i]])

11 ax[1][i].imshow(train_set[indexes[i]])

12 plt.tight_layout()

Рисунок 2.11 — Приклади вiзуалiзацiї до i пiсля обробки

Розбиття даних на навчальну та валiдацiйну частини:

1 # split our data into train and test, used stratify to split data more stable

2 X_train, X_test, Y_train, Y_test = train_test_split(train_set, train_label,

3 stratify=train_label,

4 test_size=0.2)

5 X_train.shape, Y_train.shape

((8591, 150, 150, 3), (8591, 1))
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2.1.5 Пiдготовка моделi глибинного навчання (DL)

Вказуємо, що швидкiсть навчання нашої моделi буде змiнюватись адаптивно

(рис. 2.12).

1 # learning rate reduction callback to prevent overfitting

2 # it will reduce learning rate if validation accuracy stagnates

3 learning_rate_reduction = ReduceLROnPlateau(monitor='val_accuracy',

4 patience = 2,

5 verbose=1,

6 factor=0.5,

7 min_lr=0.00001)

Рисунок 2.12 — Адаптацiя швидкостi навчання моделi

1 # init VGG16 model

2 # we will use the model with pretrained weights on ImageNet

3 vgg_base = VGG16(weights='imagenet', # pretrained weights on ImageNet

4 include_top=False, # drop the Dense layers

5 input_shape=(150, 150, 3))

6

7

8 model = Sequential([

9 # vgg16_base model added as a layer

10 vgg_base,

11 # add our prediction layers

12 Flatten(),

13 Dropout(0.50),

14 Dense(1024, activation='relu'),

15 Dropout(0.20),

16 Dense(512, activation='relu'),

17 Dropout(0.10),

18 Dense(1, activation='sigmoid')

19 ])

20

21 # mark vgg_base as non-trainable, so training updates

22 # weights and biases of just our newly added layers

23 vgg_base.trainable = False

24

25 # use adam optimizer and accuracy as metric

26 model.compile(optimizer=optimizers.Adam(lr=1e-4),

27 loss='binary_crossentropy',

28 metrics=['accuracy'])

Downloading data from https://storage.googleapis.com/tensorflow/keras-applications/vgg16/vgg16_weights_tf_dim_ordering_tf_kernels_notop.h5

58892288/58889256 [==============================] - 1s 0us/step

Рисунок 2.13 — Iнiцiалiзацiя моделi
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2.1.6 Навчання моделi глибинного навчання (DL)

1 # fit our model

2 model.fit(

3 X_train,

4 Y_train,

5 epochs = 10,

6 validation_data = (X_test, Y_test), # specify validation data

7 callbacks = [learning_rate_reduction] # apply learning rate reduction callback

8 )

Epoch 1/10

269/269 [==============================] - 22s 49ms/step - loss: 0.3702 - accuracy: 0.9605 - val_loss: 9.3871e-05 - val_accuracy: 1.0000

Epoch 2/10

269/269 [==============================] - 11s 43ms/step - loss: 0.0029 - accuracy: 0.9996 - val_loss: 7.9381e-06 - val_accuracy: 1.0000

Epoch 3/10

269/269 [==============================] - 12s 43ms/step - loss: 0.0059 - accuracy: 0.9993 - val_loss: 1.5808e-04 - val_accuracy: 1.0000

Epoch 00003: ReduceLROnPlateau reducing learning rate to 4.999999873689376e-05.

Epoch 4/10

269/269 [==============================] - 11s 43ms/step - loss: 0.0051 - accuracy: 0.9989 - val_loss: 5.9843e-07 - val_accuracy: 1.0000

Epoch 5/10

269/269 [==============================] - 11s 43ms/step - loss: 0.0046 - accuracy: 0.9997 - val_loss: 2.4395e-06 - val_accuracy: 1.0000

Epoch 00005: ReduceLROnPlateau reducing learning rate to 2.499999936844688e-05.

Epoch 6/10

269/269 [==============================] - 11s 43ms/step - loss: 1.0029e-06 - accuracy: 1.0000 - val_loss: 2.2941e-06 - val_accuracy: 1.0000

Epoch 7/10

269/269 [==============================] - 11s 42ms/step - loss: 1.0480e-04 - accuracy: 1.0000 - val_loss: 7.6266e-07 - val_accuracy: 1.0000

Epoch 00007: ReduceLROnPlateau reducing learning rate to 1.249999968422344e-05.

Epoch 8/10

269/269 [==============================] - 11s 43ms/step - loss: 6.7274e-04 - accuracy: 0.9998 - val_loss: 6.7580e-08 - val_accuracy: 1.0000

Epoch 9/10

269/269 [==============================] - 12s 43ms/step - loss: 1.1632e-05 - accuracy: 1.0000 - val_loss: 5.2026e-08 - val_accuracy: 1.0000

Epoch 00009: ReduceLROnPlateau reducing learning rate to 1e-05.

Epoch 10/10

269/269 [==============================] - 11s 43ms/step - loss: 6.7976e-04 - accuracy: 0.9998 - val_loss: 1.8685e-07 - val_accuracy: 1.0000

Рисунок 2.14 — Тренування мережi та вивiд результатiв пiсля кожної епохи

2.1.7 Тестування моделi глибинного навчання (DL)

Пiдготовка файлу прогнозiв DL-моделi на тестових зображеннях (рис. 2.15).

1 # read sample submision to extract photo filenams from there

2 sample_df = pd.read_csv('../input/cxray/sample_submission.csv')

3 submit_set = []

4 for index, row in sample_df.iterrows():

5 # read image

6 im = cv2.imread(f"../input/cxray/test/test/{row.id}")

7 # add zero padding than resize image to 150x150 using interpolation

8 submit_set.append(cv2.resize(pad_img(im), dsize=(150, 150),

9 interpolation=cv2.INTER_CUBIC))

10 submit_set = np.array(submit_set) # convert to numpy array

Рисунок 2.15 — Пiдготовки файлу для збереження прогнозiв
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Здiйснюємо тестування DL-моделi на тестових зображеннях (рис. 2.16).

1 # make prediction

2 predictions = model.predict(submit_set)

3 # round predictions to integer

4 predictions_float = np.rint(predictions)

5 predictions_string = []

6

7 # prepare string labels for submission

8 for i in range(0, len(predictions_float)):

9 if (predictions_float[i] == 0.0):

10 predictions_string.append('0')

11 elif (predictions_float[i] == 1.0):

12 predictions_string.append('1')

13

14 # create result pandas dataframe

15 result = pd.DataFrame()

16 result['id'] = sample_df['id']

17 result['label'] = predictions_string

18

19 # save submission csv

20 result.to_csv('submission.csv', index=False)

Рисунок 2.16 — Тестування DL-моделi

Перевiрка контенту прогнозiв моделi на тестових даних (файл + маркування)

(рис. 2.17, 2.18).

1 # display submission data

2 result

id label

0 16040.jpeg 0

1 42711.jpeg 1

2 86482.jpeg 0

3 92093.jpeg 0

4 6064.jpeg 1

... ... ...

1795 5811795.jpeg 1

1796 218081796.jpeg 0

1797 8051797.jpeg 1

1798 21711798.jpeg 1

1799 285101799.jpeg 0

[1800 rows x 2 columns]

Рисунок 2.17 — Прогнози моделi на тестових даних



46

1 #map predicted metadata

2 predictions = pd.read_csv('./submission.csv')

3 mapper = {1 : "Chest X-ray", 0 : "Other"} # map labels to readable format

4 predictions["label"] = predictions["label"].map(mapper)

5 predictions

id label

0 16040.jpeg Other

1 42711.jpeg Chest X-ray

2 86482.jpeg Other

3 92093.jpeg Other

4 6064.jpeg Chest X-ray

... ... ...

1795 5811795.jpeg Chest X-ray

1796 218081796.jpeg Other

1797 8051797.jpeg Chest X-ray

1798 21711798.jpeg Chest X-ray

1799 285101799.jpeg Other

[1800 rows x 2 columns]

Рисунок 2.18 — Представлення прогнозiв моделi на тестових даних

Обираємо декiлька тестових зображень для вiзуальної перевiрки прогнозiв мо

делi (рис. 2.19).

1 test_images = []

2 test_index = []

3 show_test_images = 25

4

5 # read num_random_images not transformed

6 for index, row in predictions.sample(show_test_images).iterrows():

7 test_index.append(index)

8 im = cv2.imread(f"../input/cxray/test/test/{row.id}")

9 test_images.append(im)

Рисунок 2.19 — Обираємо декiлька тестових зображень для вiзуальної

перевiрки прогнозiв моделi

Кiлькiсна оцiнка продуктивностi фiльтру на тестових даних. Ме

трика, яка використовувалась для оцiнювання продуктивностi отриманого фiль

тра ҫ mean F1-Score. Внаслiдок дуже характерних ознак легенiв i застосування

потужних мереж, фiльтр показав дуже високу ефективнiсть на рiвнi 100% за

метрикою mean F1-Score, тобто усi 1800 тестових зображень було правильно

класифiковано на двi категорiї: chest X-ray та other.
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2.1.8 Вiзуалiзацiя результатiв тестування моделi глибинного
навчання (DL)

1 fig, ax = plt.subplots(show_test_images // 5, 5, figsize=(25,show_test_images))

2

3 for i in range(show_test_images):

4 ax[i // 5, i % 5].set_title(f"Predicted: {predictions['label'][test_index[i]]}")

5 ax[i // 5, i % 5].imshow(test_images[i])

Рисунок 2.20 — Вiзуалiзацiя результатiв тестування моделi глибинного

навчання (DL)
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На рисунку 2.20 подана вiзуалiзацiя декiлькох тестових зображень, якi бу

ли обранi на попередньому кроцi (див. 2.19) для вiзуальної перевiрки прогнозiв.
Збереження отриманої DL-моделi фiльтру (фактично на серверi проєкту):

1 model.save('chestX-rayFilter.h5')

2.1.9 Створення iнфраструктури для використання у навчальному
процесi

Для подальшого розвитку методiв та способiв обробки медичних зобра

жень було створено навчальний майданчик на платформi Kaggle (рис. 2.21),

який в даний момент використовується в якостi навчального матерiалу (пiдго

товки i проведення лабораторних робiт по темi даного пiдроздiлу) на кафедрi

обчислювальної технiки факультету iнформатики та обчислювальної технiки

КПI iменi Iгоря Сiкорського.

Рисунок 2.21 — Веб-сторiнка навчального майданчику на платформi Kaggle iз

датасетом, кодами та результатами їх виконання
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2.2 Вибiр/налаштування моделей глибинного навчання (DL) для
iдентифiкацiї ознак COVID-19 iз вiзуалiзацiєю теплових карт

2.2.1 Вступ

У цьому роздiлi продемонстровано iдентифiкацiю уражених на COVID-19

легень, а також виявлення областей легень, якi вiдповiдають цьому патологiчно

му стану. Також продемонстровано спосiб обробки та використання незбалансо

ваного набору даних на основi розглянутого вище датасету i методу теплових

карт [73].

Пiдготовка оточення. Iмпортування бiблiотек на основi оточення Torch

(рис. 2.22).

1 import os

2 import sys

3 import random

4 import subprocess

5 import cv2

6

7 import numpy as np

8 import pandas as pd

9 from sklearn.preprocessing import OneHotEncoder

10 from sklearn.preprocessing import LabelEncoder

11 from collections import OrderedDict

12

13 import scipy

14 import scipy.ndimage as ndimage

15 import scipy.ndimage.filters as filters

16 from scipy.ndimage import binary_dilation

17 import matplotlib.patches as patches

18

19 import torch

20 import torch.nn as nn

21 import torch.backends.cudnn as cudnn

22 from torch.nn import functional as F

23 import torchvision

24 import torchvision.transforms as transforms

25 from torch.autograd import Variable

26 from sklearn.metrics import roc_auc_score

27 import torch.optim as optim

28 from torch.utils.data.sampler import SubsetRandomSampler

29 from torch.utils.data import Dataset

30

31 from sklearn.model_selection import train_test_split

32

33 import matplotlib.pyplot as plt

34 from PIL import Image

Рисунок 2.22 — Iмпортування бiблiотек на основi оточення Torch
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Iнiцiалiзацiя генератора псевдо-випадкових чисел та iнших параметрiв

(рис. 2.23).

1 random_seed= 42

2 np.random.seed(random_seed)

3 torch.manual_seed(random_seed)

4 torch.cuda.manual_seed(random_seed)

5 torch.backends.cudnn.deterministic=True

6 torch.backends.cudnn.benchmark = True

7 batch_size = 16

8 validation_split = .34

9 shuffle_dataset = True

Рисунок 2.23 — Встановлення параметрiв

Органiзацiя виконання операцiй командного рядка (рис. 2.24).

1 def run_cmd(cmd, stderr=subprocess.STDOUT):

2 out = None

3 try:

4 out = subprocess.check_output(

5 [cmd],

6 shell=True,

7 stderr=subprocess.STDOUT,

8 universal_newlines=True,

9 )

10 except subprocess.CalledProcessError as e:

11 print(f'ERROR {e.returncode}: {cmd}\n\t{e.output}',

12 flush=True, file=sys.stderr)

13 raise e

14 return out

Рисунок 2.24 — Функцiя для виконання операцiй командного рядка

Органiзацiя копiювання (клонування) оригiнального датасету (рис. 2.25).

1 def clone_data(data_root):

2 clone_uri = 'https://github.com/ieee8023/covid-chestxray-dataset.git'

3 if os.path.exists(data_root):

4 assert os.path.isdir(data_root), \

5 f'{data_root} should be cloned from {clone_uri}'

6 else:

7 print(

8 'Cloning the covid chestxray dataset. It may take a while\n...\n',

9 flush=True

10 )

11 run_cmd(f'git clone {clone_uri} {data_root}')

Рисунок 2.25 — Скачування оригiнального датасету
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2.2.2 Попередня обробка даних

Органiзацiя шляхiв до даних локального сховища (рис. 2.26).

1 data_root = "./data"

2 mgpath=f'{data_root}/images',

3 csvpath=f'{data_root}/metadata.csv',

1 csvpath

('./data/metadata.csv',)

Рисунок 2.26 — Органiзацiя шляхiв до даних локального сховища

Пiдвантаження набору даних (рис. 2.27).

1 clone_data(data_root)

Cloning the covid chestxray dataset. It may take a while

...

Рисунок 2.27 — Пiдвантаження набору даних

Зчитування та запис метаiнформацiї до змiнної meta (рис. 2.28).

1 meta = pd.read_csv('data/metadata.csv')

2 # pd.set_option("display.max_columns", None)

3 # meta.head()

Рисунок 2.28 — Зчитування та запис метаiнформацiї до змiнної meta

Вивiд метаiнформацiї про режими зйомки рентгенограм (рис. 2.29).

1 meta['view'].value_counts(dropna=False)

PA 344

AP Supine 234

AP 203

L 84

Axial 68

Coronal 16

AP Erect 1

Name: view, dtype: int64

Рисунок 2.29 — Проєкцiї у яких поданi рентгенограми

Надалi увесь робочий процес навчання DL-моделi буде виконуватись на

рентгенограмах, отриманих у проекцiї Posterior-Anterior (PA).
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Вивiд метаiнформацiї про наявнi типи хвороб у наборi даних1 (рис. 2.30).

1 meta['finding'].unique()

array(['Pneumonia/Viral/COVID-19', 'Pneumonia', 'Pneumonia/Viral/SARS',

'Pneumonia/Fungal/Pneumocystis',

'Pneumonia/Bacterial/Streptococcus', 'No Finding',

'Pneumonia/Bacterial/Chlamydophila', 'Pneumonia/Bacterial/E.Coli',

'Pneumonia/Bacterial/Klebsiella', 'Pneumonia/Bacterial/Legionella',

'Unknown', 'Pneumonia/Lipoid', 'Pneumonia/Viral/Varicella',

'Pneumonia/Bacterial', 'Pneumonia/Bacterial/Mycoplasma',

'Pneumonia/Viral/Influenza', 'todo', 'Tuberculosis',

'Pneumonia/Viral/Influenza/H1N1', 'Pneumonia/Fungal/Aspergillosis',

'Pneumonia/Viral/Herpes ', 'Pneumonia/Aspiration',

'Pneumonia/Bacterial/Nocardia', 'Pneumonia/Viral/MERS-CoV',

'Pneumonia/Bacterial/Staphylococcus/MRSA'], dtype=object)

Рисунок 2.30 — Вивiд метаiнформацiї про наявнi типи хвороб у наборi даних

Пiдготовка датасету:

1 for x in meta['filename']:

2 if x.split('.')[-1]=='gz':

3 meta.drop(meta.index[meta['filename']==x],

4 inplace=True)

Обираємо для подальшого аналiзу рентгенограми у проєкцiї PA з насту

пними патологiчними станами або їх вiдсутнiстю (рис. 2.31).

1 meta = meta[

2 (meta['finding'] == 'Pneumonia/Viral/COVID-19')

3 |(meta['finding'] == 'Pneumonia')

4 |(meta['finding'] == 'Pneumonia/Viral/SARS')

5 |(meta['finding'] == 'Pneumonia/Fungal/Pneumocystis')

6 |(meta['finding'] == 'Pneumonia/Bacterial/Streptococcus')

7 |(meta['finding'] == 'Pneumonia/Viral/MERS-CoV')

8 |(meta['finding'] == 'No Finding')

9 |(meta['finding'] == 'Pneumonia/Bacterial/Klebsiella')

10 |(meta['finding'] == 'Tuberculosis')]

11 meta = meta[meta['view']=='PA']

Рисунок 2.31 — Вибiр для подальшого аналiзу рентгенограми у проєкцiї PA

Аналiз кiлькостi рентгенограм по кожному класу (рис. 2.32).

1 Детальний розгляд вiдповiдних хвороб та аномалiй легень наведено у параграфi ??
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1 meta['finding'].value_counts(dropna=False)

Pneumonia/Viral/COVID-19 196

Pneumonia 38

Pneumonia/Fungal/Pneumocystis 21

Pneumonia/Bacterial/Streptococcus 12

No Finding 10

Tuberculosis 9

Pneumonia/Viral/SARS 8

Pneumonia/Bacterial/Klebsiella 7

Pneumonia/Viral/MERS-CoV 4

Name: finding, dtype: int64

Рисунок 2.32 — Аналiз кiлькостi рентгенограм по кожному класу

Цей набiр даних є незбалнсованими, так як кiлькiсть рентгенограм, якi вiд

носяться до кожного класу сильно вiдрiзняється мiж собою. Iншими словами,

це випадок, коли екземплярiв з набору даних для одного класу значно бiль

ше нiж для iншого. Це є типовою ситуацiєю для медичної практики, оскiльки

вiдображає поширенiсть певних хвороб, локальну спецiалiзацiю медичних за

кладiв, сезоннi та рiчнi коливання. Загалом це дуже сильно впливає на процес

навчання моделей i порiвняння результатiв. Для зменшення зсуву (bias) резуль

татiв навчання моделей, зазвичай, загальною практикою є балансування таких

даних.

Балансування датасету. Як видно з рисунку 2.32, кiлькiсть рентгено

грам легень, якi ураженi COVID, значно переважає кiлькiсть рентгенограм iн

ших класiв, якi представленi у наборi. Тому наступний крок буде полягати у

зменшиннi кiлькостi зображень у навчальному наборi даних, якi вiдповiдають

COVID. Надлишки рентгенограм з COVID, якi будуть вилученi з набору даних,

будуть використовуватися для виявлення областей легень, якi постраждали вiд

COVID-19 за допомогою вiзуалiзацiї теплової карти.

Обираємо випадковим чином рентгенограми з COVID для подальшого викори

стання у процесi навчання, валiдацiї та тестування моделi (рис. 2.33).

1 X_train_val, X_test = train_test_split(

2 meta[meta['finding']=='Pneumonia/Viral/COVID-19'],

3 test_size=0.85,

4 random_state=random_seed)

5 meta.drop(X_test.index, inplace=True)

6 meta.reset_index(drop=True, inplace=True)

Рисунок 2.33 — Балансування рентгенограм по COVID-19
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Перевiрка отриманої кiлькостi знiмкiв iз ознаками COVID-19 для тренування

та валiдацiї:

1 X_train_val['finding'].value_counts(dropna=False)

Pneumonia/Viral/COVID-19 29

Name: finding, dtype: int64

Перевiрка отриманої кiлькостi знiмкiв iз ознаками COVID-19 для тестування:

1 X_test['finding'].value_counts(dropna=False)

Pneumonia/Viral/COVID-19 167

Name: finding, dtype: int64

Вибiрку X_test пiзнiше буде використано для перевiрки здатностi моделi

виявляти ураженi зони легень за допомогою теплових карт.

Отриманий набiр даних пiсля балансування (рис. 2.34).

1 meta['finding'].value_counts(dropna=False)

Pneumonia 38

Pneumonia/Viral/COVID-19 29

Pneumonia/Fungal/Pneumocystis 21

Pneumonia/Bacterial/Streptococcus 12

No Finding 10

Tuberculosis 9

Pneumonia/Viral/SARS 8

Pneumonia/Bacterial/Klebsiella 7

Pneumonia/Viral/MERS-CoV 4

Name: finding, dtype: int64

Рисунок 2.34 — Набiр даних пiсля балансування

Подальша пiдготовка датасету ҫ перемiшування даних:

1 dataset_size = len(meta)

2 indices = list(range(dataset_size))

3 split = int(np.floor(validation_split * dataset_size))

4 if shuffle_dataset :

5 np.random.seed(random_seed)

6 np.random.shuffle(indices)

7 train_indices, val_indices = indices[split:], indices[:split]

Пiдготовка вибiрок для навчання та валiдацiї моделi:

1 train_sampler = SubsetRandomSampler(train_indices)

2 valid_sampler = SubsetRandomSampler(val_indices)



55

Пiдготовка маркерiв до унiтарного кодування (one-hot encoding).
Унiтарний код, або прямий унiтарний код (англ. one-hot) ҫ це група бiтiв, серед

яких дозволеними комбiнацiями значень є лише тi, в яких встановлено (1) лише

один бiт, а всi iншi вимкнено (0).

У машинному та глибинному навчаннi унiтарне кодування часто викори

стовується для задач класифiкацiї. Модель має на вхiд приймати змiннi, якi

будуть представленi у числовому форматi, тому маємо перетворити вiдповiднi

мiтки рентгенограм, що вiдображають патологiчний стан легень або вказують

на вiдсутнiсть ознак захворювання, з текстового формату у числовий.

Пiдготовка маркерiв та їх загальна кiлькiсть:

1 Labels = np.array(meta['finding']).reshape(len(meta['finding']), 1)

2 # Labels

1 len(Labels)

138

Унiтарне кодування маркерiв:

1 encode = OneHotEncoder()

2 encode.fit(Labels)

3 labels_enc = encode.transform(Labels).toarray()

1 le = LabelEncoder()

2 classes = pd.DataFrame(le.fit_transform(meta['finding']), columns= ['Target'])

Перевiрка новостворених маркерiв на основi унiтарного кодування (рис. 2.35).

1 classes['Target'].unique()

array([5, 1, 7, 4, 3, 0, 2, 8, 6])

Рисунок 2.35 — Отриманi маркери унаслiдок унiтарного кодування

Перевiрка оригiнальних маркерiв, якi поданi в текстовому форматi (рис. 2.36).

1 meta['finding'].unique()

array(['Pneumonia/Viral/COVID-19', 'Pneumonia', 'Pneumonia/Viral/SARS',

'Pneumonia/Fungal/Pneumocystis',

'Pneumonia/Bacterial/Streptococcus', 'No Finding',

'Pneumonia/Bacterial/Klebsiella', 'Tuberculosis',

'Pneumonia/Viral/MERS-CoV'], dtype=object)

Рисунок 2.36 — Оригiнальнi маркери
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Перевiрка на вiдповiднiсть унiтарних чисельних та оригiнальних текстових мар

керiв (рис. 2.37).

1 encoded_classes = pd.DataFrame({'Actual': meta['finding'].unique(),

2 'Target': classes['Target'].unique()})

3 encoded_classes

Actual Target

0 Pneumonia/Viral/COVID-19 5

1 Pneumonia 1

2 Pneumonia/Viral/SARS 7

3 Pneumonia/Fungal/Pneumocystis 4

4 Pneumonia/Bacterial/Streptococcus 3

5 No Finding 0

6 Pneumonia/Bacterial/Klebsiella 2

7 Tuberculosis 8

8 Pneumonia/Viral/MERS-CoV 6

Рисунок 2.37 — Унiтарнi та оригiнальнi маркери

Пiдготовка рентгенограм:

1. Конвертацiя до єдиного формату (функцiя transforms.ToPILImage).

2. Обрiзка до розмiру 224× 224 (функцiя transforms.RandomCrop).

3. Перетворення у тензорне представлення (функцiя

transforms.ToTensor).

4. Нормалiзацiя (функцiя transforms.Normalize).

Текстове представлення класiв (категорiй) рентгенограм для подальшого

використання пiд час вiзуалiзацiї даних:

1 class_names = [

2 'Pneumonia/Viral/COVID-19',

3 'Pneumonia',

4 'Pneumonia/Viral/SARS',

5 'Pneumonia/Fungal/Pneumocystis',

6 'Pneumonia/Bacterial/Streptococcus',

7 'Pneumonia/Viral/MERS-CoV',

8 'No Finding',

9 'Pneumonia/Bacterial/Klebsiella',

10 'Tuberculosis',

11 ]

Увесь процес пiдготовки даних для подальшого використання винесено у

окремий клас ChestXrayDataSet:
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1 class ChestXrayDataSet(Dataset):

2 def __init__(self, csvpath, mgpath, labels_enc, transform=None):

3 self.meta_data = pd.read_csv(csvpath)

4 self.root_dir = mgpath

5 self.labels = self.meta_data['finding']

6 self.transform = transform

7 for x in self.meta_data['filename']:

8 if x.split('.')[-1]=='gz':

9 self.meta_data.drop(self.meta_data.index[self.meta_data['filename']==x],

10 inplace=True)

11

12 self.meta_data = self.meta_data[(self.meta_data['finding'] =='Pneumonia/Viral/COVID-19')

13 |(self.meta_data['finding'] == 'Pneumonia')

14 |(self.meta_data['finding'] == 'Pneumonia/Viral/SARS')

15 |(self.meta_data['finding'] == 'Pneumonia/Fungal/Pneumocystis')

16 |(self.meta_data['finding'] == 'Pneumonia/Bacterial/Streptococcus')

17 |(self.meta_data['finding'] == 'Pneumonia/Viral/MERS-CoV')

18 |(self.meta_data['finding'] == 'No Finding')

19 |(self.meta_data['finding'] == 'Pneumonia/Bacterial/Klebsiella')

20 |(self.meta_data['finding'] == 'Tuberculosis')]

21

22 self.meta_data = self.meta_data[self.meta_data['view']=='PA']

23 self.meta_data.drop(X_test.index, inplace=True)

24 self.meta_data.reset_index(drop=True, inplace=True)

25

26 def __len__(self):

27 return len(self.meta_data)

28

29 def __getitem__(self, idx):

30 if torch.is_tensor(idx):

31 idx = idx.tolist()

32 img_name = os.path.join(self.root_dir,

33 self.meta_data.loc[idx,'filename'])

34 image = Image.open(img_name).convert('RGB')

35 image = np.array(image.resize((256,256)))

36 image = image[:,:,0]

37 image = np.uint8(((np.array(image)/255).reshape(256,256,1))*255*255)

38 image = np.tile(image,3)

39 label = labels_enc[idx]

40 if self.transform is not None:

41 image = self.transform(image)

42 return image, label, idx

Iнiцiалiзацiя екземпляру класу ChestXrayDataSet:

1 dataset = ChestXrayDataSet(csvpath[0], mgpath[0], labels_enc, transform)

Створення завантажувачiв даних для навчання та валiдацiї моделi:

1 train_loader = torch.utils.data.DataLoader(dataset,

2 batch_size=batch_size,

3 sampler=train_sampler)

4 validation_loader = torch.utils.data.DataLoader(dataset,

5 batch_size=batch_size,

6 sampler=valid_sampler)

Денормалiзацiя рентгенограм:

1 def img_display(img):

2 img = img*0.229+0.485 # unnormalize (inp = inp*std + mean)
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3 npimg = img.numpy()[0]

4 return npimg

2.2.3 Вiзуалiзацiя даних

Вiзуалiзацiя декiлькох екземплярiв рентгенограм з набору даних (рис. 2.38).

1 # get some random training images

2 dataiter = iter(train_loader)

3 images, labels, id_ = dataiter.next()

4 # Viewing data examples used for training

5 fig, axis = plt.subplots(3, 5, figsize=(30, 20))

6 for i, ax in enumerate(axis.flat):

7 with torch.no_grad():

8 image, label, _ = images[i], labels[i], id_[i]

9 ax.imshow(img_display(image), cmap = 'gray') # add image

10 ax.set(title = f"{meta['finding'][_.item()]}") # add label

Рисунок 2.38 — Вiзуальне подання рентгенограм та класiв, яким вони

вiдповiдають
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2.2.4 Пiдготовка моделi глибинного навчання (DL)

Для навчання моделi, у якостi демонстрацiйного прикладу, використано

мережу iз стандартною архiтектурою DenseNet121 (рис. 2.39).

1 # construct model

2 class DenseNet121(nn.Module):

3 def __init__(self, out_size):

4 super(DenseNet121, self).__init__()

5 self.densenet121 = torchvision.models.densenet121(pretrained=True)

6 num_ftrs = self.densenet121.classifier.in_features

7 self.densenet121.classifier = nn.Sequential(

8 nn.Linear(num_ftrs, out_size),

9 nn.Sigmoid()

10 ).cuda()

11 def forward(self, x):

12 x = self.densenet121(x)

13 return x

Рисунок 2.39 — Визначення DenseNet121

Визначення констант: активацiя використання GPU пiд час навчання мо
делi та задання кiлькостi класiв, якi присутнi у наборi даних:

1 cudnn.benchmark = True

2 N_CLASSES = 9

Визначення функцiї для пiдрахунку площi пiд кривою (AUC) ҫ робочої
характеристики приймача (ROC-крива):

1 def compute_AUCs(gt, pred):

2 AUROCs = []

3 gt_np = gt.cpu().numpy()

4 pred_np = pred.cpu().numpy()

5 for i in range(N_CLASSES):

6 AUROCs.append(roc_auc_score(gt_np[:, i], pred_np[:, i]))

7 return AUROCs

ROC-крива (англ. receiver operating characteristic, робоча характеристика

приймача), або крива похибок, дозволяє оцiнити якiсть моделi для бiнарної або

багатокласової класифiкацiї, вiдображає спiввiдношення мiж часткою об’єктiв

вiд загальної кiлькостi носiїв ознаки, правильно класифiкованих до загальної

кiлькостi об’єктiв, що не несуть ознаки, помилково класифiкованих, як такi,

що мають цю ознаку. Метрика AUC (англ. area under ROC curve, площа пiд

ROC-кривою) дає кiлькiсну iнтерпретацiю ROC, а саме як площа, обмежена

ROC-кривою i вiссю частки помилкових позитивних класифiкацiй. Чим вище
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показник AUC, тим якiснiше дiє класифiкатор, при цьому значення 0.5 демон

струє непридатнiсть обраного методу класифiкацiї (вiдповiдає звичайному вга

дуванню).

Перевiрка наявностi спецiалiзованого прискорювача на базi графiчного

процесора загального призначення (GP GPU). В разi вiдсутностi спецiалiзова

ного прискорювача (gpu) буде використано лише центральний процесор (cpu):

1 device = torch.device("cuda:0" if torch.cuda.is_available() else "cpu")

2 # Assuming that we are on a CUDA machine, this should print a CUDA device:

3 print(device)

cuda:0

В даному демонстрацiйному прикладi використовується наявний спецiалi

зований прискорювач (gpu) з iменем i порядковим номером (cuda:0).

Iнiцiалiзацiя моделi та її завантаження з вiдкритого хмарного сховища:

1 # initialize and load the model

2 model = DenseNet121(N_CLASSES)

3 model = model.cuda(device)

Downloading: "https://download.pytorch.org/models/densenet121-a639ec97.pth" to /root/.cache/torch/checkpoints/densenet121-a639ec97.pth

HBox(children=(FloatProgress(value=0.0, max=32342954.0), HTML(value='')))

Вибiр оптимiзатора, задання темпу навчання та визначення функцiї втрат:

1 optimizer = optim.Adam(model.parameters(), lr=0.0006)

2 criterion = nn.BCEWithLogitsLoss()

3 criterion = criterion.cuda(device)

2.2.5 Навчання DenseNet121

Навчання моделi протягом 40 епох iз пiдрахунком метрики AUC:

1 save_best = 0.0

2 for epoch in range(40):

3 print("Epoch:",epoch)

4 running_loss = 0.0

5 for batch_idx, (data_, target_,_) in enumerate(train_loader):

6 target_ = target_.type(torch.float)

7 data_, target_ = data_.cuda(device), target_.cuda(device)

8 optimizer.zero_grad()

9 outputs = model(data_)

10 loss = criterion(outputs, target_)
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11 loss.backward()

12 optimizer.step()

13 running_loss += loss.item()

14

15 # ======== validation ========

16 # switch to evaluate mode

17 # initialize the ground truth and output tensor

18 with torch.no_grad():

19 model.eval()

20 gt = torch.FloatTensor()

21 gt = gt.cuda()

22 pred = torch.FloatTensor()

23 pred = pred.cuda()

24 for i, (data_t, target_t,_t) in enumerate(validation_loader):

25 target_t = target_t.type(torch.float)

26 data_t, target_t = data_t.cuda(device), target_t.cuda(device)

27 gt = torch.cat((gt, target_t), 0)

28 input_var = Variable(data_t.view(-1, 3, 224, 224).cuda())

29 output = model(input_var)

30 pred = torch.cat((pred, output.data), 0)

31 AUROCs = compute_AUCs(gt, pred)

32 AUROC_avg = np.array(AUROCs).mean()

33 print('The average AUROC is {AUROC_avg:.3f}'.format(AUROC_avg=AUROC_avg))

34 if AUROC_avg>save_best:

35 save_best=AUROC_avg

36 torch.save(model.state_dict(), 'model_Covid-19_detection.pt')

37 print('Detected network improvement, saving current model')

38 for i in range(N_CLASSES):

39 print('The AUROC of {} is {}'.format(class_names[i], AUROCs[i]))

40 model.train()

41 # print statistics

42 #print('[%d] loss: %.3f' % (epoch + 1, running_loss / 715 ))

43 print("======================================================================\n")

44 print('Finished Training')

Навчання моделi вiдбувається iз пiдрахунком метрики AUC для кожно

го класу, а також середнього значення метрики AUC для усiх класiв. Нижче

подано результати лише першої та останньої епох навчання (рис. 2.40).
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Epoch: 0

The average AUROC is 0.426

Detected network improvement, saving current model

The AUROC of Pneumonia/Viral/COVID-19 is 0.7321428571428572

The AUROC of Pneumonia is 0.4361111111111111

The AUROC of Pneumonia/Viral/SARS is 0.06818181818181818

The AUROC of Pneumonia/Fungal/Pneumocystis is 0.47619047619047616

The AUROC of Pneumonia/Bacterial/Streptococcus is 0.5675675675675675

The AUROC of Pneumonia/Viral/MERS-CoV is 0.3972222222222222

The AUROC of No Finding is 0.8666666666666667

The AUROC of Pneumonia/Bacterial/Klebsiella is 0.03875968992248061

The AUROC of Tuberculosis is 0.24806201550387594

======================================================================

.

.

.

Epoch: 39

The average AUROC is 0.859

The AUROC of Pneumonia/Viral/COVID-19 is 0.7678571428571428

The AUROC of Pneumonia is 0.7944444444444445

The AUROC of Pneumonia/Viral/SARS is 1.0

The AUROC of Pneumonia/Fungal/Pneumocystis is 0.8988095238095237

The AUROC of Pneumonia/Bacterial/Streptococcus is 0.9369369369369369

The AUROC of Pneumonia/Viral/MERS-CoV is 0.7277777777777777

The AUROC of No Finding is 1.0

The AUROC of Pneumonia/Bacterial/Klebsiella is 0.9689922480620154

The AUROC of Tuberculosis is 0.6356589147286822

======================================================================

Рисунок 2.40 — Фрагмент виводу результатiв навчання моделi пiсля першої

(Epoch: 0) та останньої епохи навчання (Epoch: 39)

Фрагмент лiстингу завантаження найкращої моделi:

1 model = DenseNet121(N_CLASSES)

2 model = model.cuda(device)

3 model.load_state_dict(torch.load('model_Covid-19_detection.pt'))

4 model.eval()

2.2.6 Вiзуалiзацiя результатiв тестування i створення теплових мап
для тестової пiдмножини даних

Метод Grad-CAM. Grad-CAM ҫ це метод створення теплових карт, який

застосовується до вже навченої нейронної мережi пiсля завершення навчання

та встановлення параметрiв.

Grad-CAM працює шляхом:

1. Пошуку остаточного згорткового шару в мережi.

2. Вивчення iнформацiї про градiєнт, що надходить у цей шар.
Створення класу для вiзуалiзацiї знiмкiв iз тепловими мапами:
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1 class ChestXrayDataSet_plot(Dataset):

2 def __init__(self, input_X, transform=None):

3 self.data = input_X#np.uint8(test_X*255)

4 self.transform = transform

5 self.root_dir = mgpath[0]

6 self.transform = transform

7

8 def __getitem__(self, index):

9 if torch.is_tensor(index):

10 index = index.tolist()

11 img_name = os.path.join(self.root_dir,self.data.loc[index,'filename'])

12 image = Image.open(img_name).convert('RGB')

13 image = np.array(image.resize((256,256)))

14 image = np.uint8(image*255)

15 image = self.transform(image)

16 return image

17

18 def __len__(self):

19 return len(self.data)

Пiдготовка тестової пiдмножини даних. Для вiзуалiзацiї теплових
карт за допомогою методу Grad-CAM, буде використовуватися тестова пiдмно
жина даних X_test, яка була визначена ранiше:

1 X_test.reset_index(drop=True, inplace=True)

2 test_dataset = ChestXrayDataSet_plot(input_X = X_test,

3 transform=transforms.Compose([

4 transforms.ToPILImage(),

5 transforms.ToTensor(),

6 transforms.Normalize([0.485, 0.456, 0.406],

7 [0.229, 0.224, 0.225])

8 ]))

Перевiрка кiлькостi знiмкiв у тестовiй пiдмножинi:

1 X_test['finding'].value_counts(dropna=False)

Pneumonia/Viral/COVID-19 167

Name: finding, dtype: int64

Перевiрка знiмкiв тестової пiдмножини даних: файли та маркери:
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1 X_test[['filename', 'finding']]

filename \

0 bb0e626a.jpg

1 88de9d8c39e946abd495b37cd07d89e5-2ee6-0.jpg

2 ryct.2020200034.fig5-day4.jpeg

3 1.CXRCTThoraximagesofCOVID-19fromSingapore.pdf...

4 1052b0fe.jpg

.. ...

162 16672_1_1.jpg

163 FE9F9A5D-2830-46F9-851B-1FF4534959BE.jpeg

164 16953_4_1.jpg

165 2966893D-5DDF-4B68-9E2B-4979D5956C8E.jpeg

166 gr1_lrg-a.jpg

finding

0 Pneumonia/Viral/COVID-19

1 Pneumonia/Viral/COVID-19

2 Pneumonia/Viral/COVID-19

3 Pneumonia/Viral/COVID-19

4 Pneumonia/Viral/COVID-19

.. ...

162 Pneumonia/Viral/COVID-19

163 Pneumonia/Viral/COVID-19

164 Pneumonia/Viral/COVID-19

165 Pneumonia/Viral/COVID-19

166 Pneumonia/Viral/COVID-19

[167 rows x 2 columns]

PropagationBase для методу Grad-CAM:

1 print("generate heatmap ..........")

2 # ======= Grad CAM Function =========

3 class PropagationBase(object):

4 def __init__(self, model, cuda=True):

5 self.model = model

6 self.model.eval()

7 if cuda:

8 self.model.cuda()

9 self.cuda = cuda

10 self.all_fmaps = OrderedDict()

11 self.all_grads = OrderedDict()

12 self._set_hook_func()

13 self.image = None

14

15 def _set_hook_func(self):

16 raise NotImplementedError

17

18 def _encode_one_hot(self, idx):
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19 one_hot = torch.FloatTensor(1, self.preds.size()[-1]).zero_()

20 one_hot[0][idx] = 1.0

21 return one_hot.cuda() if self.cuda else one_hot

22

23 def forward(self, image):

24 self.image = image

25 self.preds = self.model.forward(self.image)

26 #self.probs = F.softmax(self.preds, dim=1)[0]

27 #self.prob, self.idx = self.preds[0].data.sort(0, True)

28

29 return self.preds.cpu().data.numpy()

30

31 def backward(self, idx):

32 self.model.zero_grad()

33 one_hot = self._encode_one_hot(idx)

34 self.preds.backward(gradient=one_hot, retain_graph=True)

Фрагмент лiстингу класу GradCAM:

1 class GradCAM(PropagationBase):

2 def _set_hook_func(self):

3 def func_f(module, input, output):

4 self.all_fmaps[id(module)] = output.data.cpu()

5

6 def func_b(module, grad_in, grad_out):

7 self.all_grads[id(module)] = grad_out[0].cpu()

8

9 for module in self.model.named_modules():

10 module[1].register_forward_hook(func_f)

11 module[1].register_backward_hook(func_b)

12

13 def _find(self, outputs, target_layer):

14 for key, value in outputs.items():

15 for module in self.model.named_modules():

16 if id(module[1]) == key:

17 if module[0] == target_layer:

18 return value

19 raise ValueError('Invalid layer name: {}'.format(target_layer))

20

21 def _normalize(self, grads):

22 l2_norm = torch.sqrt(torch.mean(torch.pow(grads, 2))) + 1e-5

23 return grads / l2_norm.item()

24

25 def _compute_grad_weights(self, grads):

26 grads = self._normalize(grads)

27 self.map_size = grads.size()[2:]

28 return nn.AvgPool2d(self.map_size)(grads)

29

30 def generate(self, target_layer):
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31 fmaps = self._find(self.all_fmaps, target_layer)

32 grads = self._find(self.all_grads, target_layer)

33 weights = self._compute_grad_weights(grads)

34 gcam = torch.FloatTensor(self.map_size).zero_()

35 for fmap, weight in zip(fmaps[0], weights[0]):

36 gcam += fmap * weight.data

37

38 gcam = F.relu(Variable(gcam))

39 gcam = gcam.data.cpu().numpy()

40 gcam -= gcam.min()

41 gcam /= gcam.max()

42 gcam = cv2.resize(gcam, (self.image.size(3), self.image.size(2)))

43 return gcam

44

45 def FinalImage(self, gcam, raw_image):

46 raw_image = raw_image*0.229+0.485

47 gcam = cv2.applyColorMap(np.uint8(gcam * 255.0), cv2.COLORMAP_JET)

48 gcam = np.float32(gcam) / (600)

49 gcam = gcam.astype(np.float) + raw_image.numpy()[0].astype(np.float).reshape(256,256,1)

50 gcam = gcam / gcam.max()

51

52 return np.uint8(gcam * 255.0)

Фрагмент лiстингу пiдготовки моделi для побудови теплових мап:
1 with torch.no_grad():

2 model.eval()

3 gt = torch.FloatTensor()

4 gt = gt.cuda()

5 pred = torch.FloatTensor()

6 pred = pred.cuda()

7 for i, (data_t, target_t,_t) in enumerate(validation_loader):

8 target_t = target_t.type(torch.float)

9 data_t, target_t = data_t.cuda(device), target_t.cuda(device)

10 gt = torch.cat((gt, target_t), 0)

11 input_var = Variable(data_t.view(-1, 3, 224, 224).cuda())

12 output = model(input_var)

Створення теплових мап для тестової пiдмножини даних:
1 # ======== Create heatmap ===========

2

3 heatmap_output = []

4 image_id = []

5 output_class = []

6

7 thresholds = 0.15

8 dataiter = iter(validation_loader)

9 images = dataiter.next()

10 gcam = GradCAM(model=model, cuda=True)

11 for index in range(len(test_dataset)):
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12 input_img = Variable((test_dataset[index]).unsqueeze(0).cuda(), requires_grad=True)

13 probs = gcam.forward(input_img)

14 activate_classes = np.where((probs > thresholds)[0]==True)[0] # get the activated class

15 for activate_class in activate_classes:

16 gcam.backward(idx=activate_class)

17 output = gcam.generate(target_layer="densenet121.features.denseblock4.denselayer16.conv2")

18 #### this output is heatmap ####

19 if np.sum(np.isnan(output)) > 0:

20 print("fxxx nan")

21 img = gcam.FinalImage(output, test_dataset[index])

22 heatmap_output.append(img)

23 image_id.append(index)

24 output_class.append(activate_class)

25 print("test image", str(index), "finished ", activate_class) #, activate_class, "--", "expected class",

2.2.7 Вiзуалiзацiя теплових мап

Усi зображення, якi поданi нижче є рентгенiвськими зображеннями ле

гень з Covid-19 для яких подано вiзуалiзацiю теплових мап на основi прогнозiв,

зроблених моделлю.
Вiзуалiзацiя теплових мап для вибiрки з 50 рентгенограм:

1 heatmap_output_1 = heatmap_output[:50]

Нижче представлено тепловi мапи та прогноз моделi для перших 50 рент

генограм з тестового набору.
Лiстинг для вiзуалiзацiї теплових мап для перших 50 рентгенограм з тестового
набору:

1 fig, axis = plt.subplots(10,5, figsize=(26, 60))

2 for i, ax in enumerate(axis.flat):

3 ax.imshow(heatmap_output_1[i]) # add image

4 ax.set(title = f"Predicted class: {output_class[i]} \nExpected class: {encoded_classes['Target'][
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Рисунок 2.41 — Вiзуалiзацiя теплових мап для перших 25 (з 50) тестових

зображень
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Рисунок 2.42 — Вiзуалiзацiя теплових мап для наступних 25 (з 50) тестових

зображень



70

2.3 Вибiр/налаштування DL-моделей для оцiнки їх пропускної
здатностi на наявному апаратному забезпеченнi

2.3.1 Оцiнка пропускної здатностi моделей глибинного навчання -
WU1 (Titan1080/HDD)

Для оцiнки пропускної здатностi моделей глибинного навчання на наявно

му апаратному забезпеченнi (WU1), а саме серверi iз графiчним прискорювачем

(NVIDIA GPU Titan 1080) i жорстким диском для збереження даних (HDD)

було виконано вибiр/налаштування/тестування зазначених вище моделей гли

бинного навчання (DL).

Iмпорт бiблiотек на основi оточення Tensorѕow/Keras:

1 import numpy as np

2 import pandas as pd

3 import seaborn as sns

4 import matplotlib.pyplot as plt

5

6 import tensorflow

7 # Important ! For TF2!

8 tensorflow.compat.v1.disable_eager_execution()

9

10 from tensorflow.keras.preprocessing.image import ImageDataGenerator

11 from tensorflow.keras.applications.densenet import DenseNet121

12 from tensorflow.keras.layers import Dense, GlobalAveragePooling2D

13 from tensorflow.keras.models import Model

14 from tensorflow.keras import backend as K

15 from tensorflow.keras.models import load_model

16 from tensorflow.keras import preprocessing

17

18 from tensorflow.keras import models

19

20 from tqdm import tqdm

21

22 import random

23

24 import cv2

25 from tensorflow.keras.preprocessing import image

26

27 from sklearn.metrics import roc_auc_score, roc_curve

28

29 import time

30 import statistics



71

Попередня обробка знiмкiв для вiзуалiзацiї:

1 random.seed(a=None, version=2)

2

3 def get_mean_std(image_path, H=320, W=320):

4 image_np = np.array(image.load_img(image_path, target_size=(H, W)))

5 mean = np.mean(image_np)

6 std = np.std(image_np)

7 return mean, std

8

9

10 def load_image(img, image_dir, preprocess=True, H=320, W=320):

11 """Load and preprocess image."""

12 img_path = image_dir + img

13 mean, std = get_mean_std(img_path, H=H, W=W)

14 x = image.load_img(img_path, target_size=(H, W))

15 if preprocess:

16 x -= mean

17 x /= std

18 x = np.expand_dims(x, axis=0)

19 return x

Метод Grad-CAM. Створення функцiї для методу Grad-CAM:

1 def grad_cam(input_model, image, cls, layer_name, H=320, W=320):

2 """GradCAM method for visualizing input saliency."""

3 y_c = input_model.output[0, cls]

4 conv_output = input_model.get_layer(layer_name).output

5 grads = K.gradients(y_c, conv_output)[0]

6

7 gradient_function = K.function([input_model.input], [conv_output, grads])

8

9 output, grads_val = gradient_function([image])

10 output, grads_val = output[0, :], grads_val[0, :, :, :]

11

12 weights = np.mean(grads_val, axis=(0, 1))

13 cam = np.dot(output, weights)

14

15 # Process CAM

16 cam = cv2.resize(cam, (W, H), cv2.INTER_LINEAR)

17 cam = np.maximum(cam, 0)

18 cam = cam / cam.max()

19 return cam

Функцiя обчислення передбачень:

1 def compute_predictions(model, img, image_dir, labels):

2 preprocessed_input = load_image(img, image_dir)

3

4 # Start timer

5 ts_eval = time.time()
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6 predictions = model.predict(preprocessed_input)

7 # End timer

8 te_eval = time.time()

9 test_time = (te_eval-ts_eval)

10

11 labels_probabilities_df = pd.DataFrame({'Diseases': labels,

12 'Probabilities': list(predictions[0])})

13 print(labels_probabilities_df)

14 print('Prediction time = %.3f seconds.'%(test_time))

15

16 return test_time

Фрагмент лiстингу для функцiї обчислення теплових мап:

1 def compute_gradcam(model, img, image_dir, labels, selected_labels,

2 layer_name='bn'):

3 preprocessed_input = load_image(img, image_dir)

4 predictions = model.predict(preprocessed_input)

5 #print(predictions.shape)

6 #print(list(predictions[0]))

7 #print(list(predictions))

8

9 print("Loading original image")

10 fig = plt.figure(figsize=(15, 10))

11 ax0 = fig.add_subplot(3,5,1)

12 plt.title("Original")

13 plt.axis('off')

14 plt.imshow(load_image(img, image_dir, preprocess=False), cmap='gray')

15

16 extent = ax0.get_window_extent().transformed(fig.dpi_scale_trans.inverted())

17 image_core_filename = img.split('.')[0]

18 print(image_core_filename)

19 plt.savefig(image_core_filename + '_original.png', bbox_inches=extent)

20

21 jh = 2

22 jv = 0

23 for i in tqdm(range(len(labels))):

24 if labels[i] in selected_labels:

25 print("Generating gradcam for class " + labels[i])

26 gradcam = grad_cam(model, preprocessed_input, i, layer_name)

27

28 axN = fig.add_subplot(3,5,jv + jh)

29 pred_round = round(predictions[0][i],3)

30 plt.title( labels[i] + ": p=" + str(pred_round))

31 plt.axis('off')

32 plt.imshow(load_image(img, image_dir, preprocess=False),

33 cmap='gray')

34 plt.imshow(gradcam, cmap='jet', alpha=min(0.5, predictions[0][i]))

35
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36 extent = axN.get_window_extent().transformed(fig.dpi_scale_trans.inverted())

37 plt.savefig(image_core_filename + '_' + labels[i] + '.png', bbox_inches=extent)

38 if jh>=5:

39 jv += 6

40 jh = 0

41 else:

42 jh += 1

43

44 labels_probabilities_df = pd.DataFrame({'Diseases': labels,

45 'Probabilities': list(predictions[0])})

46

47 return labels_probabilities_df

Перелiк маркерiв для ознак певних аномалiй або хвороб легень:

1 labels = ['Cardiomegaly',

2 'Emphysema',

3 'Effusion',

4 'Hernia',

5 'Infiltration',

6 'Mass',

7 'Nodule',

8 'Atelectasis',

9 'Pneumothorax',

10 'Pleural_Thickening',

11 'Pneumonia',

12 'Fibrosis',

13 'Edema',

14 'Consolidation']

Визначення шляхiв до моделей та тестових знiмкiв:

1 #IMAGE_DIR = "/home/nvidia-user/ChestXray-NIHCC/DATA/images/"

2 IMAGE_DIR = "./images/"

3 IMAGE_FILENAME = '00008270_015.png'

4 MODEL_BASE_FILENAME = 'densenet.hdf5'

5 MODEL_PRETRAINED_FILENAME = 'pretrained_model.h5'

6

7 # to show the labels with the highest 4 AUC-values only:

8 #labels_to_show = np.take(labels, np.argsort(util_my.auc_rocs)[::-1])[:4]

9

10 # to show ALL of the labels:

11 labels_to_show = labels

Завантаження попередньо навченої моделi:

1 %%time

2 # create the base pre-trained model

3 #base_model = DenseNet121(weights='./densenet.hdf5', include_top=False)

4 #base_model = DenseNet121(weights=None, include_top=False)

5 base_model = DenseNet121(weights=MODEL_BASE_FILENAME, include_top=False)
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6

7 x = base_model.output

8

9 # add a global spatial average pooling layer

10 x = GlobalAveragePooling2D()(x)

11

12 # and a logistic layer

13 predictions = Dense(len(labels), activation="sigmoid")(x)

14

15 model = Model(inputs=base_model.input, outputs=predictions)

16

17 # Let's load our pre-trained weights into the model now:

18 model.load_weights(MODEL_PRETRAINED_FILENAME)

Тестування з ҡхолодногоә старту оточення та апаратного забезпечення:

1 %%time

2 predict_time_list = []

3

4 test_time = compute_predictions(model, IMAGE_FILENAME, IMAGE_DIR, labels)

5 predict_time_list.append(test_time)

/home/yura/.local/lib/python3.6/site-packages/tensorflow/python/keras/engine/training.py:2325: UserWarning: `Model.state_updates

warnings.warn('`Model.state_updates` will be removed in a future version. '

Diseases Probabilities

0 Cardiomegaly 0.004283

1 Emphysema 0.029357

2 Effusion 0.020301

3 Hernia 0.190042

4 Infiltration 0.531233

5 Mass 0.077701

6 Nodule 0.254761

7 Atelectasis 0.071555

8 Pneumothorax 0.031860

9 Pleural_Thickening 0.125375

10 Pneumonia 0.259928

11 Fibrosis 0.171520

12 Edema 0.005386

13 Consolidation 0.079036

Prediction time = 6.958 seconds.

CPU times: user 6.41 s, sys: 538 ms, total: 6.95 s

Wall time: 7.01 s

Рисунок 2.43 — Тестування з ҡхолодногоә старту оточення та апаратного

забезпечення iз виводом результатiв на Titan1080

Тестування з ҡрозiгрiтогоә старту оточення та апаратного забезпечення:

1 %%time

2 for i in tqdm(range(100)):

3 print('Image = %d'%i)

4 test_time = compute_predictions(model, IMAGE_FILENAME, IMAGE_DIR, labels)

5 predict_time_list.append(test_time)
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Рисунок 2.44 — Тестування з ҡрозiгрiтогоә старту оточення та апаратного

забезпечення iз виводом результатiв на Titan1080

Пiдрахунок середнього значення для часу тестування одного знiмку та

стандартного вiдхилення:

1 # Calculate the mean for testing time values to list

2 predict_time_mean = statistics.mean(predict_time_list[1:]) # mean

3 # Calculate the standard deviation for testing time values

4 predict_time_std = statistics.stdev(predict_time_list[1:]) # standard devition

5 print('#### Testing time: mean = %.6f, stdev = %.6f seconds.'%(predict_time_mean,predict_time_std))

#### Testing time: mean = 0.066087, stdev = 0.005706 seconds.

Побудова графiку залежностi часу тестування одного знiмку для всiєї по
слiдовностi знiмкiв:

1 # Plot the testing time values - from 1st to the last image

2

3 plt.plot(predict_time_list)

4 plt.xlabel('Images')
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5 plt.ylabel('Time (seconds)')

6 plt.show()

Рисунок 2.45 — Графiк залежностi часу тестування одного знiмку для всiєї

послiдовностi знiмкiв (ҡхолоднийә + ҡрозiгрiтийә старт) на Titan1080

Рисунок 2.46 — Графiк залежностi часу тестування для послiдовностi знiмкiв

без першого знiмку, тестування якого вiдбувалося з ҡхолодного стартуә на

Titan1080

Побудова графiку (рис. 2.46) залежностi часу тестування для послiдов
ностi знiмкiв без першого знiмку, тестування якого вiдбувалося з ҡхолодного
стартуә:
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1 plt.plot(predict_time_list[1:])

2 x_coordinates = [0, 99]

3 y_coordinates = [predict_time_mean, predict_time_mean]

4 plt.plot(x_coordinates, y_coordinates, label='Mean = %.3f,

5 stdev = %.3f seconds.'%(predict_time_mean,predict_time_std))

6 plt.plot(predict_time_mean, label='Raw')

7 plt.xlabel('Images')

8 plt.ylabel('Time (seconds)')

9 plt.legend(loc='upper center')

10 plt.show()

Побудова теплових мап:

1 %%time

2

3 labels_probabilities_df = compute_gradcam(model, IMAGE_FILENAME, IMAGE_DIR,

4 labels, labels_to_show)

Рисунок 2.47 — Результатами вiзуалiзацiї теплових мап на Titan1080

Тестування для мiнi-пакетiв (mini-batch) рiзного розмiру (BATH_SIZE):
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1 %%time

2

3 predict_time_batch_list = []

4

5 for i in tqdm(range(1,129)):

6 BATCH_SIZE = i

7 print('BATCH_SIZE = %d'%BATCH_SIZE)

8 test_time = compute_predictions_batch(model,

9 IMAGE_FILENAME,

10 IMAGE_DIR,

11 labels)

12 predict_time_batch_list.append(test_time)

Пiдрахунок середнього значення для часу тестування одного знiмку та
стандартного вiдхилення:

1 # Calculate the mean for testing time values to list

2 predict_time_mean = statistics.mean(predict_time_batch_list) # mean

3 # Calculate the standard deviation for testing time values

4 predict_time_std = statistics.stdev(predict_time_batch_list) # standard devition

5 print('#### Testing time: mean = %.6f, stdev = %.6f seconds.'%(predict_time_mean,predict_time_std))

#### Testing time: mean = 0.060337, stdev = 0.000493 seconds.

Побудова графiку залежностi часу тестування одного знiмку для рiзних
значень розмiру мiнi-пакету:

1 plt.plot(predict_time_batch_list)

2 x_coordinates = [0, 128]

3 y_coordinates = [predict_time_mean, predict_time_mean]

4 plt.plot(x_coordinates, y_coordinates, label='Mean = %.4f,

5 stdev = %.4f seconds.'%(predict_time_mean,predict_time_std))

6 plt.plot(predict_time_mean, label='Raw')

7 plt.xlabel('Images')
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8 plt.ylabel('Time (seconds)')

9 plt.legend(loc='upper center')

10 plt.title('GPU Titan 1080, HDD')

11 plt.show()

Рисунок 2.48 — Графiк залежностi часу тестування одного знiмку для рiзних

значень розмiру мiнi-пакету на Titan1080

Таким чином в результатi тестування виявлено практичну можливiсть

отримувати прогнози щодо наявностi чи вiдсутностi ознак певних легеневих

хвороб або аномалiй на рiвнi ∼ 14−16 зображень в секунду на даному програм

ному оточеннi та апаратному забезпеченнi (GPU Titan 1080, HDD). На даному

етапi роботи це вiдповiдає поставленiй фiнальнiй метi проєкту обробляти вiд

10 до 100 зображень в секунду. Варто зауважити, що цi результати отриманi

без застосування iнших додаткових засобiв та способiв оптимiзацiї обрахунку

моделей, якi планується застосувати на наступному етапi проєкту. Додатковий

потенцiал покращення передбачається отримати за рахунок використання но

вого обладнання (детально про це описано в наступному пiдроздiлi).
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2.3.2 Оцiнка пропускної здатностi моделей глибинного навчання ҫ
WU2 (A100/SSD)

Апаратне забезпечення ҫ карта NVIDIA GPU A100 + SSD

Встановлене та протестоване на пiдготовчому етапi апаратне забезпече

ння було використано на даному етапi для вимiрiв часу тестування знiмкiв в

залежностi вiд розмiру мiнi-пакету.

1 ! nvidia-smi

Mon Aug 23 11:55:02 2021

+-----------------------------------------------------------------------------+

| NVIDIA-SMI 465.19.01 Driver Version: 465.19.01 CUDA Version: 11.3 |

|-------------------------------+----------------------+----------------------+

| GPU Name Persistence-M| Bus-Id Disp.A | Volatile Uncorr. ECC |

| Fan Temp Perf Pwr:Usage/Cap| Memory-Usage | GPU-Util Compute M. |

| | | MIG M. |

|===============================+======================+======================|

| 0 NVIDIA A100-PCI... On | 00000000:01:00.0 Off | 0 |

| N/A 29C P0 33W / 250W | 2926MiB / 40536MiB | 0% Default |

| | | Disabled |

+-------------------------------+----------------------+----------------------+

+-----------------------------------------------------------------------------+

| Processes: |

| GPU GI CI PID Type Process name GPU Memory |

| ID ID Usage |

|=============================================================================|

| 0 N/A N/A 1251 G /usr/lib/xorg/Xorg 4MiB |

| 0 N/A N/A 24990 C /usr/bin/python3 2919MiB |

+-----------------------------------------------------------------------------+

Рисунок 2.49 — Конфiгурацiя нового апаратного забезпечення (NVIDIA GPU

A100)

Наступнi етапи є аналогiчними етапам попередньо розглянутої конфiгура

цiї апаратного забезпечення (карта NVIDIA GPU Titan 1080 + HDD) для яких

в лiстингах подана програмна реалiзацiя, тому далi будуть розглянутi лише

блоки, якi вiдповiдають з продуктивнiсть моделi на картi NVIDIA GPU A100

+ SSD.
Тестування з ҡхолодногоә старту оточення та апаратного забезпечення:

1 %%time

2 predict_time_list = []
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3

4 test_time = compute_predictions(model, IMAGE_FILENAME, IMAGE_DIR, labels)

5 predict_time_list.append(test_time)

/home/yura/.local/lib/python3.6/site-packages/tensorflow/python/keras/engine/training.py:2325: UserWarning: `Model.state_updates

warnings.warn('`Model.state_updates` will be removed in a future version. '

Diseases Probabilities

0 Cardiomegaly 0.007493

1 Emphysema 0.137789

2 Effusion 0.061149

3 Hernia 0.214248

4 Infiltration 0.379196

5 Mass 0.112850

6 Nodule 0.318557

7 Atelectasis 0.138213

8 Pneumothorax 0.171010

9 Pleural_Thickening 0.269736

10 Pneumonia 0.323991

11 Fibrosis 0.507190

12 Edema 0.041926

13 Consolidation 0.178292

Prediction time = 21.305 seconds.

CPU times: user 6.61 s, sys: 1.67 s, total: 8.28 s

Wall time: 21.3 s

Рисунок 2.50 — Тестування з ҡхолодногоә старту оточення та апаратного

забезпечення iз виводом результатiв на A100

Тестування з ҡрозiгрiтогоә старту оточення та апаратного забезпечення:

1 %%time

2 for i in tqdm(range(100)):

3 print('Image = %d'%i)

4 test_time = compute_predictions(model, IMAGE_FILENAME, IMAGE_DIR, labels)

5 predict_time_list.append(test_time)

Рисунок 2.51 — Тестування з ҡрозiгрiтогоә старту оточення та апаратного

забезпечення iз виводом результатiв на A100
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Пiдрахунок середнього значення для часу тестування одного знiмку та

стандартного вiдхилення:

1 # Calculate the mean for testing time values to list

2 predict_time_mean = statistics.mean(predict_time_list[1:]) # mean

3 # Calculate the standard deviation for testing time values

4 predict_time_std = statistics.stdev(predict_time_list[1:]) # standard devition

5 print('#### Testing time: mean = %.6f, stdev = %.6f seconds.'%(predict_time_mean,predict_time_std))

#### Testing time: mean = 0.030049, stdev = 0.001946 seconds.

Побудова графiку залежностi часу тестування одного знiмку для всiєї по
слiдовностi знiмкiв:

1 # Plot the testing time values - from 1st to the last image

2

3 plt.plot(predict_time_list)

4 plt.xlabel('Images')

5 plt.ylabel('Time (seconds)')

6 plt.show()

Рисунок 2.52 — Графiк залежностi часу тестування одного знiмку для всiєї

послiдовностi знiмкiв (ҡхолоднийә + ҡрозiгрiтийә старт) на A100

Побудова графiку (рис. 2.53) залежностi часу тестування для послiдов
ностi знiмкiв без першого знiмку, тестування якого вiдбувалося з ҡхолодного
стартуә:

1 plt.plot(predict_time_list[1:])

2 x_coordinates = [0, 99]

3 y_coordinates = [predict_time_mean, predict_time_mean]

4 plt.plot(x_coordinates, y_coordinates, label='Mean = %.3f, stdev = %.3f seconds.'%(predict_time_mean,
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5 plt.plot(predict_time_mean, label='Raw')

6 plt.xlabel('Images')

7 plt.ylabel('Time (seconds)')

8 plt.legend(loc='upper center')

9 plt.show()

Рисунок 2.53 — Графiк залежностi часу тестування для послiдовностi знiмкiв

без першого знiмку, тестування якого вiдбувалося з ҡхолодного стартуә на

A100

Побудова теплових мап:

1 %%time

2

3 labels_probabilities_df = compute_gradcam(model, IMAGE_FILENAME, IMAGE_DIR,

4 labels, labels_to_show)
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Рисунок 2.54 — Результатами вiзуалiзацiї теплових мап на A100

Тестування для мiнi-пакетiв (mini-batch) рiзного розмiру (BATH_SIZE):

1 %%time

2

3 predict_time_batch_list = []

4

5 for i in tqdm(range(1,129)):

6 BATCH_SIZE = i

7 print('BATCH_SIZE = %d'%BATCH_SIZE)

8 test_time = compute_predictions_batch(model, IMAGE_FILENAME, IMAGE_DIR, labels)

9 predict_time_batch_list.append(test_time)
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Пiдрахунок середнього значення для часу тестування одного знiмку та
стандартного вiдхилення:

1 # Calculate the mean for testing time values to list

2 predict_time_mean = statistics.mean(predict_time_batch_list) # mean

3 # Calculate the standard deviation for testing time values

4 predict_time_std = statistics.stdev(predict_time_batch_list) # standard devition

5 print('#### Testing time: mean = %.6f, stdev = %.6f seconds.'%(predict_time_mean,predict_time_std))

#### Testing time: mean = 0.027765, stdev = 0.000471 seconds.

Побудова графiку залежностi часу тестування одного знiмку для рiзних
значень розмiру мiнi-пакету:

1 plt.plot(predict_time_batch_list)

2 x_coordinates = [0, 128]

3 y_coordinates = [predict_time_mean, predict_time_mean]

4 plt.plot(x_coordinates, y_coordinates, label='Mean = %.4f, stdev = %.4f seconds.'%(predict_time_mean,

5 plt.plot(predict_time_mean, label='Raw')

6 plt.xlabel('Images')

7 plt.ylabel('Time (seconds)')

8 plt.legend(loc='upper center')

9 plt.title('GPU A100, SSD')

10 plt.show()
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Рисунок 2.55 — Графiк залежностi часу тестування одного знiмку для рiзних

значень розмiру мiнi-пакету на A100

Таким чином в результатi тестування виявлено практичну можливiсть

отримувати прогнози щодо наявностi чи вiдсутностi ознак певних легеневих

хвороб або аномалiй на рiвнi ∼ 36 зображень в секунду на даному програмному

оточеннi та апаратному забезпеченнi (GPU NVIDIA A100, SDD).

На даному етапi роботи це значно (бiльше нiж в 2 рази) покращує резуль

тат на менш потужному оригiнальному обладнаннi i ще кращою мiрою вiдпо

вiдає поставленiй фiнальнiй метi проєкту: обробляти вiд 10 до 100 зображень в

секунду.

Ще раз варто зауважити, що цi результати також були отриманi без засто

сування iнших додаткових засобiв та способiв оптимiзацiї обрахунку моделей,

якi планується застосувати на наступному етапi проєкту.
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2.3.3 Створення iнфраструктури (демо-версiя) для тестування
знiмкiв вiд iнших зовнiшнiх джерел

Для подальшої перевiрки наявних моделей глибинного навчання для

14 легеневих захворювань та налаштування та оновлення цих моделей для

COVID-2019 на базi серверу Нацiонального технiчного унiверситету України

ҡКиївський полiтехнiчний iнститут iменi Iгоря Сiкорськогоә було розгорнуто

технiчний тестовий майданчик (демо-версiя): http://77.47.193.185/covid/.

Рисунок 2.56 — Приклад виводу iнформацiї на тестовому майданчику про

ймовiрнiсть наявностi аномалiй, виявлених на рентгенограмах легень, та

побудовою теплових мап цих аномалiй

Наразi тестовий майданчик (демо-версiя) використовується в загальному

сенсi для вирiшення поточної проблеми виявлення COVID-2019 на основi най

бiльш промаркованих наборiв даних (CheXNet, CheXpert, · · · + обмеженi набо

ри даних COVID-2019, · · · ).

В бiльш конкретному сенсi, цей тестовий майданчик використовується для

вiдпрацювання окремих компонентiв платформи, якi перерахованi нижче в на

ступних пiдроздiлах цього звiту.
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2.4 Вибiр/налаштування моделей глибинного навчання (DL) для
пiдвищення якостi зображень

В останнi роки ми стали свiдками значного прогресу в областi надвисокої

роздiльної здатностi зображень iз використанням методiв глибинного навчання.

Надвисока роздiльна здатнiсть (Super resolution, SR) ҫ це важливий клас мето

дiв обробки зображень для пiдвищення роздiльної здатностi зображень i вiдео в

комп’ютерному баченнi, що активно використовується для медичних даних та

кож. Дана частина робота демонструє спроби дослiдження останнiх досягнень

у цiй областi iз використанням пiдходiв глибинного навчання для подальшого

використання в якостi компонентiв пропонованої платформи.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у

статтi та доповiдi iз вiдповiдним згадуванням грантової пiдтримки НФДУ [74]:

ҡThe work was partially supported by the National Research Foundation of

Ukraine by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant

Computer-Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of

Human Diseasesә.ә

2.4.1 Вступ

У загальному випадку, iснуючi дослiдження методiв SR можна згрупувати

за трьома основним категорiями: контрольованi, неконтрольованi та домен-спе

цифiчнi SR. Метод SR, який вiдноситься до процесу вiдновлення зображень

до високої роздiльної здатностi (High resolution, HR) iз зображень з низькою

(Low Resolution, LR), є важливим класом методiв для обробки зображень у

комп’ютерному баченнi. Вiн має широкий спектр реальних додаткiв, такi як ме

дична вiзуалiзацiя, спостереження та безпека та iншi. Крiм покращення якостi

сприйняття, цей метод також допомагає вирiшити iншi завдання комп’ютерного

бачення. Загалом, ця проблема дуже складна i по своїй сутi некоректна, оскiль

ки завжди є кiлька результуючих зображень HR, що вiдповiдають одному зо

браженню LR.

З швидким розвитком методiв глибинного навчання в останнi роки SR-

моделi, заснованi на глибокому навчаннi, активно дослiджувалися i часто до
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сягали високого рiвня продуктивностi в рiзних тестах. Рiзноманiтнiсть глибо

ких методiв навчання застосовувалися для вирiшення завдань SR, починаючи

з раннiх згорткових нейронних мереж (CNN) заснованих на методi, наприклад,

SRCNN, та багатообiцяючих пiдходiв SR з використанням генеративних зма

гальних мереж (GAN), наприклад, метод фото-реалiстичної надвисокої роздiль

ної здатностi одного зображення за допомогою генеративної змагальної мережi

(SRGAN) [14]. В цiлому, сiмейство алгоритмiв SR, що використовують методи

глибинного навчання, вiдрiзняються один вiд одного в наступних основних аспе

ктах: рiзнi типи мережевої архiтектури, рiзнi типи втрат функцiй, рiзнi типи

принципiв навчання i стратегiї i т. д.

Тому дослiдження iснуючих методiв SR з використанням глибинного ма

шинного навчання є надзвичайно актуальною та спрямоване на покращення

результату виконання обробки зображень, а саме на використання бiльш суча

сних та розповсюджених видiв нейронних мереж.

У результатi виконаної роботи:

1. Було визначено програмнi та апаратнi вимоги для реалiзацiї спроекто

ваного методу. Найбiльш доцiльним для виконання поставлених задач

було обрано використання локального ПК, характеристики якого були

приведенi.

2. У якостi програмного забезпечення середовищ для виконання та запу

ску програмного коду були обранi Anaconda та JupyterNotebook, оскiль

ки вони повнiстю вiдповiдають вимогам.

3. Для тренування нейромереж було дослiджено та використано набiр да

них DIV2K, оскiльки вiн є одним з найкращих в планi кiлькостi та

якостi тестових зображень.

4. Для покращення iснуючих методiв збiльшення реалiстичностi сприйня

ття, де використовується нейромережа VGG19, було дослiджено та ре

алiзовано нейромережi MobileNetV2 та EfficientNetB7, оскiльки вони

мають однi з найкращих показникiв у порiвняннi з аналогами, якi було

описано у даному роздiлi.
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2.4.2 Метрики

Для об’єктивної оцiнки в якостi параметрiв для порiвняння реалiзованого

та базового методу, виступають якiснi та кiлькiснi значення, якi ми отримали в

процесi та результатi навчання та в результатi виконання роботи нейромереж.

Кiлькiснi параметри:

1. Втрата дискримiнатора (Discriminator Loss) ҫ найнижче значення кое

фiцiєнта дискримiнацiї для всiх етапiв навчання.

2. Втрата сприйняття (Perceptual Loss) ҫ найнижче значення коефiцiєнта

втрат сприйняття навчання для всiх етапiв навчання.

3. Час на 1 крок навчання ҫ середнiй час навчання 1 крок даної моделi в

секундах.

4. Загальний час навчання ҫ час навчання з конфiгурацiєю, описаною

нижче для спроектованої моделi.

5. Розмiр моделi ҫ скiльки пам’ятi займає конфiгурацiя.

6. Кiлькiсть навчальних параметрiв нейромережi ҫ сума усiх параметрiв

шару для даної моделi.

Якiснi параметри:

1. Опрацьоване зображення з надвисокою роздiльною здатнiстю викори

стовуючи пiксельну втрату (Pixel Loss).

2. Опрацьоване зображення з надвисокою роздiльною здатнiстю викори

стовуючи втрату сприйняття.

2.4.3 Результати

Для проведених експериментiв були досить добре налаштованi моделi

EDSR та WDSR, оскiльки SRGAN показує найкращi результати для цього пiд

ходу. Для отримання загальних необхiдних результатiв, кiлькiсть крокiв для

навчальних моделей була встановлена 30000 (300 епох по 100 крокiв) для EDSR

та WDSR та 2000 для SRGAN, оскiльки нам потрiбно отримати результат, який

указує на ефективнiсть моделi, швидкiсть його навчання та швидкiсть обробки

зображень.
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Так як для повного навчання системи для всiх моделей потрiбно 30000

крокiв, потрiбно багато часу та ресурсiв. Наше завдання ҫ отримати кiлькiсний

результат виконання, i ми сподiваємось, що якiсть обробленого зображення бу

де знижено i не вiдображатиме кiнцевий результат, який можна отримати пiсля

проходження необхiдної кiлькостi навчальних крокiв. Порiвняння основних па

раметрiв у процесi навчання мереж подано у таблицi 2.1.

Таблиця 2.1 — Порiвняння основних параметрiв у процесi навчання мереж

Метрики VGG19 MobileNetV2 EfficientNetB7

Розмiр моделi 549 MB 14 MB 256 MB

Кiлькiсть параметрiв 143 667 240 3 538 984 66 658 687

Час на 1 крок (с) 2.22 1.38 1.42

Загальний час (с) 4317 2815 2986

Perceptual loss 0.0844 0.0041 0.0007

Discriminator loss 0.1266 0.8976 1.2326

Як результат, ми можемо визначити, що порiвняно з iншими моделями,

базова модель VGG19 має найбiльшi: розмiр, кiлькiсть параметрiв, час навча

ння на один крок i для всiх крокiв загалом, а також має найбiльше значення

втрат сприйняття. Але в порiвняннi з EfficientNet та MobileNet, VGG19 має

найнижчi втрати дискримiнатора, що свiдчить про те, що модель має бiльшу

ефективнiсть у спiввiдношеннi зображень LR та HR, що, в свою чергу, впливає

на якiсть базової обробки зображень при збiльшеннi.

EfficientNet має приблизно половину розмiру моделi та кiлькостi параме

трiв у порiвняннi з VGG19. Вiн також має середнiй час навчання та найбiльше

значення втрати дискримiнатора, але в порiвняннi з рештою, значення втрати

сприйняття в цiй мережi є найменшим, що свiдчить про хорошу якiсть остато

чної обробки зображення нейронною мережею, а саме його реалiзм.

MobileNet показав себе з боку найлегшої моделi - вiн має найменший роз

мiр i кiлькiсть параметрiв, а також час на тренування, який для одного кроку,

та i для всього навчання у цiлому. Значення дискримiнатора та сприйняття

є середнiми порiвняно з iншими мережами, але тим не менше значення втрат

сприйняття, порiвняно з VGG19, все ще значно нижчi, як для MobileNet, так
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i для EfficientNet. Кiлькiснi значення, основнi показники точностi втрат та час

навчання для дослiджуваних моделей представленi в таблицi 2.1.

Пiдсумовуючи значення, отриманi в результатi навчання моделей, ми

отримуємо вiдповiдну якiсть обробки зображень. Таким чином, ми бачимо, що

при обробцi з втратою пiкселiв ми отримуємо приблизно однаковий вiзуальний

результат, але оскiльки MobileNet є найменш вимогливим до ресурсiв, у цiй кате

горiї вiн має перевагу серед порiвняних моделей, це демонструє час тренування

для одного кроку, та усього тренування у цiлому, а саме 1.38с та 2815с вiдпо

вiдно, коли у порiвнюваних час вiдповiдає 1.42с i 2986с для EfficientNet та 2.22с

i 4317с для VGG19. Обробка з втратою сприйняття також показала вiдповiднi

результати, визначенi пiд час тренування. Отже, у цiй категорiї EfficientNet має

найкращi результати обробки, оскiльки вiн має найнижчий середнiй коефiцiєнт

втрати сприйняття серед порiвнянних моделей, а саме 0.0007 у порiвняннi з

0.0041 у MobileNet та 0.0844 для VGG19.

Аналiзуючи отриманi результати у цiлому, в данiй роботi ми отримали

метод, що має бiльш оптимiзованi характеристики, але вiзуальна частина не

дала необхiдного результату, оскiльки нейромережi, що використовувались не

пройшли повний обсяг тренування, як було зазначено у базовому методi.

2.5 Вибiр/налаштування моделей глибинного навчання (DL) для
пiдвищення якостi стискання зображень

З кожним роком попит на ефективний механiзм стиснення зображень зро

стає з ростом темпiв отримання даних, особливо медичних даних великого об

сягу (рентгенографiя, МРТ, КТ, тощо). Для їх обробки та збереження потрiбнi

новi пiдходи до механiзму стиснення даних. На додачу полiпшення загальних

характеристик та якiсних характеристик механiзмiв стиснення необхiдно для

ефективної передачi медичних зображень через Iнтернет вiд та до периферiй

ного рiвня обслуговування пацiєнтiв.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у

статтi та доповiдi iз вiдповiдним згадуванням грантової пiдтримки НФДУ [75]:

ҡThe work was partially supported by the National Research Foundation of

Ukraine by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant
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Computer-Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of

Human Diseasesә.ә

2.5.1 Моделi для пiдвищення якостi стискання зображень

Поточна модель реалiзує мережу iз квантуванням змiнних на рiвнi каналу

для динамiчного розподiлу та зняття бiтрейтiв зi значних i незначних каналiв.

Його основна специфiка ҫ це використання регулятора квантування змiнної,

що складається з таких компонентiв: модуль важливостi каналу, що динамiчно

дiзнається про важливiсть каналiв пiд час навчання, та модуль розщеплення-

злиття, який видiляє канали рiзних бiтрейтiв.

Модель створена на основi наступних компонентiв (рис. 2.57), якi детально

описанi у вiдповiднiй публiкацiї [75]:

1. Ко/Декодувальник.

2. Квантувальник.

3. Контролер квантизацiї.

4. Модуль важливостi каналу.

5. Стискання i збудження блокiв.

6. Реконструкцiя на основi помилок.

7. Модуль Подiлу-Об’єднання.

Рисунок 2.57 — Модель методу компресiї
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2.5.2 Тренування мережi

Для тренування ми розглянули 2 основних провайдери вiртуальних ма

шин:

1. Microsoft Azure.

2. Google Colab.

Вибiр Microsoft Azure був зроблений через неможливiсть використання

Google Colab для довготривалих процесiв навчання, адже час життя сесiї ма

ксимально може дорiвнювати 12 годинам що значно менше нiж наш процес

тренування. За основу було обрано вiртуальну машину NC6 на Microsoft Azure

iз наступною конфiгурацiєю:

1. CPU ҫ 6 ядер.

2. RAM ҫ 56 ГБ.

3. GPU ҫ 1 Nvidia K80 з 12 ГБ пам’ятi.

4. Hard Drive ҫ 375 ГБ.

5. ОС ҫ Azure OS що базується на Ubuntu.

6. Python 3, автоматично йде в комплектi iз Azure OS.

Розмiр пакета зменшено через обмеження пам’ятi на GPU оскiльки загаль

не використання пам’ятi графiчного процесора потребує бiльше 24 ГБ вiдео

пам’ятi. Навчання нейронної мережi може бути значно прискорене використан

ня декiлькох графiчних процесорiв у комбiнацiї iз багато ядерним процесором,

найкращим вибором буде процесори типу Ryzen. У майбутнiх дослiдженнях ми

також протестуємо процесори TPU, що має значно прискорити процес навчан

ня.

Виходячи з результатiв експерименту (рис. 2.58), на основi метрик MS

SSIM, PNSR, (вище аналогiв на 0.012 та 0.84 вiдповiдно) можна зробити ви

сновок про отриману кращу якiсть зображення. Процес тренування проведено

бiльш ефективно зважаючи на те що використаний набiр даних на 45% менший

та кiлькiстю тренувальних епох менша в 4 рази.

Якщо розглянути практичну сторону розглянутого питання то вкiнцi кiн

цiв треба обирати що потрiбно бiльше - висока якiсть зображення та гiрша ком

пресiя чи навпаки трохи гiрше зображення при значно бiльшому коефiцiєнтi

стискання.
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Рисунок 2.58 — Результати тренування

Проведений аналiз iснуючих аналогiв нейронних мереж для глибокої ком

пресiї зображення. Створено оновлену архiтектуру методу компресiї що спира

ється на глибокi нейроннi мережi. Створений програмний код що написаний

на мовi програмування Python iз використанням вiдкритої бiблiотеки PyTorch

та Keras що спецiалiзованi на машинному навчаннi. Продемонстровано та про

аналiзовано отриманi результати вiдносно оригiнальних даних з подiбної архiте

ктури методу компресiї. На основi метрик MS-SSIM, PSNR та BPP вiдображено

високу якiсть реконструйованого зображення та оптимiзацiю результатiв вiдно

сно подiбного дослiдження.

2.6 Вибiр/налаштування моделей глибинного навчання (DL) для
покращеної сегментацiї зображень

2.6.1 Вступ

Аналiз медичних зображень за допомогою конвеєрiв комп’ютерного зору

є актуальним завданням у сферi охорони здоров’я. Ранiше виявлення i сегмен
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тування рiзних медичних зображень тканин було виконано вручну, що може

зайняти значний час. В останнi роки з’явилися рiзнi автоматизованi пiдходи роз

робленi для виконання цих завдань для рiзних органiв людини (мозку, легенi,

печiнку) та для рiзних цiлей. Найпопулярнiшi методи використовувати нейроннi

мережi, якi використовують рiзнi нейроннi мережi архiтектури загального при

значення (ResNet, VGG, AlexNet) та DNN, призначенi спецiально для медичних

зображень (U-Net, V-Net). Але поточний попит щодо ефективностi сегментацiї

зображень дуже високий в медичних цiлях, особливо в контекстi даного проє

кту. Саме тому окремий напрям дослiджень було присвячена вивченню можли

востей використання iснуючих методiв сегментацiї органiв людини. Зокрема,

були розглянутi мережi U-Net та mU-Net сiмейств.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у ста

ттях та доповiдях iз вiдповiдним згадуванням грантової пiдтримки НФДУ [76],

[77]: ҡThe work was partially supported by the National Research Foundation of

Ukraine by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant

Computer-Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of

Human Diseasesә.ә

2.6.2 Моделi для покращеної сегментацiї зображень

Для цього дослiдження дослiджувалася архiтектура U-Net сiмейства ме

реж iз метою покращення продуктивностi на основi їх модифiкацiй U-Net. Ар

хiтектура mU-Net працює краще для невеликих об’єктiв сегментацiї. Основна

вiдмiннiсть мiж оригiнальною архiтектурою U-Net - це змiнений спосiб пропу

скання з’єднань, якi мiстять додаткову пакетну нормалiзацiю та згортковi шари

для посилення пропускiв з’єднань. Остаточний шар - це вектор, розмiр якого

залежить вiд кiлькостi класiв сегментованих об’єктiв. Специфiкацiю шару для

чотириступеневої моделi 4 stage mU-Net (4-ступiнчаста мережа U-Net) можна

знайти нижче (рис. 2.59).

Тренування, валiдацiя та тестування моделей

Для експериментiв було використано 3 моделi:
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1. 4-ступiнчаста мережа U-Net.

2. 3-ступiнчаста mU-Net.

3. 4-ступiнчаста mU-Net

Рисунок 2.59 — Архiтектура моделi 4 stage mU-Net

Використанi метрики для оцiнки продуктивностi моделей:

1. Dice Score

2. Precision

3. Recall

4. Accuracy
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Моделi навчалися протягом 60 епох, використовуючи оптимiзатор Adam

зi швидкiстю навчання 10−4 у середовищi Kaggle IPython з 16 ГБ оперативної

пам’ятi, процесором Intel (R) Xeon (R) на 2.00 ГГц та графiчним процесором

NVIDIA Tesla P100-PCIE-16 з 16 ГБ вiдеопам’ятi.

Пiсля кожної епохи навчання проводилась оцiнка основних метрик

(рис. 2.60).

Рисунок 2.60 — Метрики для оцiнки продуктивностi моделей: 3-stage mU-Net,

4-stage mU-Net та U-Net

У таблицi 2.2 подано метрики для найкращих епох навчання розглянутих

моделей.
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Таблиця 2.2 — Метрики для найкращих епох навчання моделей

Модель Dice Score Precision Recall Accuracy

U-Net 0.9124 0.9395 0.8866 0.9101

4-stage mU-Net 0.9127 0.9494 0.8786 0.99

3-stage mU-Net 0.8965

У цiй роботi моделi U-Net та mU-Net були застосованi для перевiрки спосо

бiв покращення методiв сегментацiї органiв людини. Хоча було застосовано мi

нiмальне збiльшення даних та використано базову архiтектуру мережi, метод

показав можливостi пiдвищення продуктивностi близько 90порiвняльний аналiз

мереж U-Net та mU-Net показав, що архiтектура mU-Net не забезпечує значно

го значення покращення до Dice-Score у цьому конкретному завданнi. Серед

архiтектури, пов’язаних з U-Net, якi широко використовуються для сегмента

цiя зображення, 3-ступеневу варiацiя mU-Net продемонструвала досить високу

продуктивнiсть, незважаючи на нижчий в 4 рази розмiр моделi. В результатi

достатньо високу точнiсть можна досягнути навiть шляхом покращення елемен

тарної архiтектури мережi та за рахунок обмеженого часу тренування.

Отриманi результати є надзвичайно важливими для практичного засто

сування сегментацiї зображень у медицинi, наприклад, рентгенiвських знiмкiв

грудної клiтки, зображень меланоми, зображень магнiтно-резонансної томогра

фiї (МРТ), комп’ютерної томографiї та iн. Це особливо перспективно у контекс

тi розгортання моделей сегментацiї на iнфраструктурi периферiйних обчислень

Edge Computing з обмеженою кiлькiстю обчислювальнi здiбностi. Ось чому до

датковi дослiдження пошуку компромiсу мiж продуктивнiстю моделi та розмi

ром моделi слiд виконати для застосування таких конкретних вимог.

Додатково (на iншому практичному прикладi) було перевiрено запропо

новано та дослiджено кiлька мiнiмальних удосконалень за допомогою рiзних

функцiй активацiї (наприклад, Swish та GELU) та змiн базової нейронної ме

режi. Було виявлено найефективнiшу комбiнацiю згаданих заходiв, яка веде до

менших DNN без шкоди для їх роботи. Цi запропонованi вдосконалення вва

жаються дуже перспективними для потенцiйного використання дослiджуваних

DNN в додатках Edge Computing на обчислювальних пристроях з обмеженими

ресурсами [77].
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2.7 Вибiр/налаштування гiбридних моделей глибинного навчання
(DL)

Сучаснi глибиннi нейроннi мережi (DNN) успiшно застосовується для ана

лiзу послiдовностей часу, як електроенцефалографiчнi (ЕЕГ) сигнали мозку,

зiбранi за допомогою нейроiнтерфейсу (brain-computer interface ҫ BCI). Ця ча

стина робота присвячена дослiдженню аналiз даних ЕЕГ, зiбраних BCI з метою

класифiкацiї на основi рiзних гiбридних конфiгурацiй DNN, якi можуть бути ко

рисними для застосування для аналiзу широкого кола медичних даних включно

iз даними про стан легенiв (наведених у попереднiх роздiлах). Кiлька гiбридних

DNN розглядалися як комбiнацiї згорткових нейронних мереж (CNN), повно

зв’язаних мереж (FCN) та рекурентних нейронних мереж (RNN), у тому числi

блоки довготривалої короткочасної пам’ятi (LSTM) для класифiкацiї деяких

основнi фiзичнi дiї (рухи руками) на основi датасету GAL (який було детально

описано на попередньому етапi). Отриманi результати дозволяють зробити ви

сновок, що цi гiбриднi DNN можна використовувати для класифiкацiї фiзичних

дiї надiйно за допомогою невеликих i простих комбiнацiй, що важливо для пере

несення гiбридних моделей DNN для периферiйних обчислювальних пристроїв

(Edge Computing devices) з обмеженими обчислювальними ресурсами.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у ста

ттях та доповiдях iз вiдповiдним згадуванням грантової пiдтримки НФДУ [78]:

ҡThe work was partially supported by the National Research Foundation of Ukraine

by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant Computer

Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of Human Di

seasesә.ә

2.7.1 Варiанти гiбридизацiї

Залежнiсть мiж рiзними архiтекторами DNN функцiй та їх результатив

ностi у проблемi класифiкацiї було дослiджено для наступних типiв CNN, опи

саних у наших попереднiх роботах: повнiстю зв’язна нейронна мережа (FCN),

подiбна до Lenet CNN, подiбна до Alexnet CNN, подiбна до VGG-13 CNN, спро

щена ҡванiльнаә оригiнальна DNN. На додаток до них на основi фреймворка
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Tensorѕow-Keras дослiджували такi RNN: спрощена ҡванiльнаә мережа LSTM

на основi класичної архiтектури LSTM (рис. 2.61) та гiбридна мережа CNN

LSTM iз компонентами CNN та додаванням блоку LSTM (рис. 2.62).

Рисунок 2.61 — Спрощена ҡванiльнаә мережа LSTM на основi класичної

архiтектури LSTM та компонентiв повнiстю зв’язаної нейронної мережi (FCN)

Як було показано в нашiй роботi [78] (детальний опис дано у звiтi попе

реднього етапу), основний стимулом до використання компонентiв CNN було

перевiрити ефективнiсть гiбридизацiї операцiй згортки iз iншими компонента

ми, наприклад FCN. Робочi процеси з 32 каналiв ЕЕГ-даних були об’єднанi в

цiлком пов’язанi щiльнi шари до класифiкацiйного шару. В данiй частинi бу

ло дослiджено i перевiрено iнше уявлення про використання операцiй згортки

1D на всiх 32 каналах ЕЕГ-даних для кожного часового кроку та 2D операцiй

згортки поперек всiх 32 каналiв ЕЕГ-даних для вибiрок з часової послiдовностi

ЕЕГ для гiбридних CNN-FCN та гiбридних CNN-LSTM мереж.
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Рисунок 2.62 — Гiбридна мережа CNN-LSTM на основi компонентiв CNN та

додаванням блоку LSTM класичної архiтектури LSTM та компонентiв

повнiстю зв’язаної нейронної мережi (FCN)

2.7.2 Метрики

Для порiвняння класифiкаторiв на основi гiбридних конфiгурацiй вико

ристовували кiлька стандартних метрик: точнiсть, функцiю втрат та їх стати

стичнi параметри, як мiнiмальне значення (для втрати), максимальне значення

(для точностi); площа пiд кривою (area under curve -AUC) для робочих хара

ктеристик приймача (receiver operating characteristicҫ ROC), мiкро-AUC та ма

кро-AUC, а також їх статистичнi параметри середнє та стандартне вiдхилення.

AUC є порогово-iнварiантною метрикою та вимiрює якiсть прогнозiв моделi не

залежно вiд обраного порогу класифiкацiї. В той час як точнiсть залежить вiд
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обраного порогу, AUC враховує усi можливi пороги. Ось чому iнодi ця метрика

може надати бiльш широкий погляд на ефективнiсть класифiкаторiв.

Графiки залежностi метрики AUC як функцiя вiд кiлькостi зразкiв у вхi

днiй послiдовностi даних (N) показанi на рисунку 2.63.

а) б)

в)

Рисунок 2.63 — Графiки залежностi метрики AUC як функцiя вiд кiлькостi

зразкiв у вхiднiй послiдовностi даних (N) зi значенням змiщення: 0.5 для а)

мережа FCN, б) гiбридна мережа FCN-CNN, в) гiбридна мережа CNN-LSTM

Отриманi результати дозволяють зробити висновок, що гiбриднi DNN на

основi компонентiв FCN та CNN (рис. 2.63) можна використовувати для надiй

ної класифiкацiї фiзичних дiй (де AUC > 0.9 навiть пiсля 1 навчальної епохи)

навiть у невеликих та простих комбiнацiях FCN/CNN. Це є дуже важливо для

перенесення таких гiбридних моделей DNN на периферiйнi обчислювальнi при

строї (Edge Computing) з обмеженою кiлькiстю обчислювальних ресурсiв. Але

внесок компонентiв RNN (як i LSTM) не настiльки ефективний у поодиноких

i наївних комбiнацiях з компонентами FCN/CNN. Ось чому додатковi дослi

дження щодо ефективностi RNN для поточну проблему слiд провести i вони

будуть проведенi в майбутньому. Цi висновки слiд перевiрити для бiльших на

борiв даних i з бiльшою увагою до внеску RNN-подiбних компонентiв. Ось чому
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наступнi кроки повиннi бути присвяченi забезпеченню бiльшого обсягу даних

та пiдвищенню метрик продуктивностi.

Загалом, такi розслiдування можуть бути потенцiйно перспективними для

прогнозування пов’язаних у часi подiй у бiльш широкому сенсi, нiж у даному

прикладi фiзичних дiї до їх фактичного початку, як в допомiжних пристроях

для догляду за здоров’ям та людьми похилого вiку (наприклад, екзоскелети) i

можуть забезпечити негайний зворотний зв’язок як продовження цих дiй, якi

були розпочатi лише мозковою дiяльнiстю людей, але не можуть бути завер

шена через їх фiзичнi вади. В контекстi легеневих захворювань гiбридизацiя

CNN та RNN-подiбних компонентiв дозволить в iншому ракурсi розглянути ко

релятивнi залежностi у сукупностi окремих 2D знiмкiв в рамках окремого КТ

дослiдження iз 3D представленням даних. На даний момент цей напрямок не

планувався в рамках даного проєкту, але вiдкриває новi можливостi перспектив

них дослiджень, якi варто продовжити по завершенню даного проєкту.

2.8 Вибiр/налаштування моделей глибинного навчання (DL) iз
застосуванням штучного розширення рiзноманiтностi даних

У даному роздiлi надано результати дослiдження методу обробки меди

чних зображень, а саме:

1. Тренування стандартних i новiтнiх нейронних моделей поглибленого

навчання iз використанням методу крос-валiдацiї (k-fold cross validati

on) i штучного збiльшення кiлькостi варiантiв тренувальних зображень

(data augmentation ҫ DA).

2. Тестування отриманих тренованих моделей iз залученням методу шту

чного збiльшення кiлькостi варiантiв тестових зображень (post- traini

ng/testing time data augmentation ҫ TTA).

3. Результати порiвняльного аналiзу отриманих даних на рiзних iнфра

структурах, моделях i їх параметрах для дослiдження впливу типу iн

фраструктури (TPU/GPU), типу i розмiру моделей на час i точнiсть

прогнозування за стандартними метриками.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у

статтi та доповiдi iз вiдповiдним згадуванням грантової пiдтримки НФДУ [79]:

ҡThe work was partially supported by the National Research Foundation of Ukraine
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by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant Computer

Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of Human Di

seasesә.ә

2.8.1 Тренування моделей та аналiз отриманих результатiв

Детальний опис архiтектури моделей було викладено у звiтi про результа

ти попереднього етапу проєкту. В даному пiдроздiлi дається пiдсумковий аналiз

отриманих i опублiкованих результатiв у розгорнутому форматi iз пiдсумками

вiдповiдно до технiчного завдання i поставлених метрик (якiсть ҫ таблиця 2.3,

та час тестування ҫ таблиця 2.4) i статичнi оцiнки розкиду значень цих метрик.

Таблиця 2.3 — Величини показника якостi класифiкацiї та середнього

квадратичного вiдхилення кожного типу архiтектури моделi з урахуванням

test-time augmentation

Модель TTA_AUC_mean TTA_AUC_std

EfficientNetB0 0.942 0.033

EfficientNetB6 0.931 0.027

DenseNet121 0.917 0.044

MobileNetV2 0.841 0.03

InceptionV3 0.926 0.04

ResNet101 0.928 0.054

ResNet101V2 0.917 0.03

InceptionResNetV2 0.944 0.043

VGG16 0.878 0.012

Xception 0.898 0.0352
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Таблиця 2.4 — Показники часу тестування та середнього квадратичного

вiдхилення для моделей, що були використанi з урахуванням test-time

augmentation

Модель TTA_time_mean TTA_time_std

EfficientNetB0 0.00102 0.000010

EfficientNetB6 0.00137 0.0000118

DenseNet121 0.00104 0.0000057

MobileNetV2 0.00102 0.000008

InceptionV3 0.00106 0.0000078

ResNet101 0.00105 0.0000081

ResNet101V2 0.00104 0.0000084

InceptionResNetV2 0.00140 0.000012

VGG16 0.00101 0.000011

Xception 0.00103 0.000006

На основi здобутих результатiв було визначено, що:

Найменшими за розмiром є мережi:
1. MobileNetV2

2. EfficientNetB0

3. DenseNet121

Найбiльшу точнiсть в межах похибки демонструють мережi:
1. EfficientNetB0

2. EfficientNetB6

3. InceptionResNetV

Найшвидшими без TTA є мережi:
1. MobileNetV2

2. EfficientNetB0

3. VGG16 та Xception мають майже iдентичнi результати

Найшвидшими iз TTA є мережi:
1. VGG16

2. MobileNetV2

3. EfficientNetB0



107

Отже, було сформульовано наступнi рекомендацiї для практичного вико

ристання обстежених мереж та конфiгурацiй апаратного забезпечення.

Використання:

1. Для завдань iз невисокими вимогами до часу прогнозу на стацiонарних

пристроях iз необмеженими ресурсами (хмарнi ресурси на базi GPU

TPU вузлiв) найбiльш ефективно було б використовувати архiтектури

мережi EfficientNet, iз найбiльшою вiддаючи точнiстю: перевагу моделi

моделi EfficientNetB0.

2. Для завдань iз високими вимогами до часу прогнозу на стацiонарних

пристроях iз обмеженими ресурсами (локальнi ресурси на базi GPU

карт) найбiльш ефективно було б використовувати мережi iз найбiль

шою точнiстю i найбiльшою швидкiстю: EfficientNetB0 єдина серед до

слiджених моделей, що здатна сумiстити у собi всi три фактори.

На пристроях iз обмеженими ресурсами (пристроях iз портативними TPU-

модулями, наприклад, Google Coral або Intel Movidius):

1. Для завдань iз високими вимогами до часу прогнозу найбiльш ефектив

но було б використовувати мережi найменшого розмiру та найбiльшою

швидкiстю: EfficientNetB0 та MobileNetV2, що мають найкращi резуль

тати у даних показниках.

2. Для завдань iз невисокими вимогами до часу прогнозу найбiльш ефе

ктивно було б використовувати мережi найменшого розмiру та найбiль

шою точнiстю: EfficientNetB0 має найкращу комбiнацiю даних показни

кiв.

2.8.2 Аналiз результатiв

Результати дослiдження методу обробки медичних зображень людини на

основi нейронної мережi для класифiкацiї захворювань (на прикладi меланоми)

на на реальних медичних зображеннях пацiєнтiв було пiдсумовано iз визначе

нням основних параметрiв їх роботи для прикладного застосування у сферi

класифiкацiї шкiрних захворювань загалом i зокрема меланом.

Загалом для досягнення даної мети було:

1. Пiдготовлено датасет iз медичними даними на основi вiдкритих даних

2018-2020 рокiв iз https://challenge2020.isic-archive.com/.
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2. Сконфiгуровано дослiдницьку iнфраструктуру на основi вiддалених

хмарних ресурсiв i залученням графiчних прискорювачiв (graphic

processing unitsҫ GPU) i прискорювачiв тензорних обчислень (tensor

processing units ҫ TPU).

3. Виконано тренування MobileNetV2, на MobileNetV2, кiлькох стан

дартних InceptionResNetV2, (DenseNet121, ResNet101, ResNet101V2,

VGG16, Xception) i новiтнiх (EfficientNetB0-B6) моделях поглибленого

навчання iз використанням методу крос-валiдацiї (k-fold cross validati

on) i штучного збiльшення кiлькостi варiантiв тренувальних зображень

(data augmentation ҫ DA).

4. Виконано тестування отриманих тренованих моделей iз залученням

методу штучного збiльшення кiлькостi варiантiв тестових зображень

(post-training/testing time data augmentation ҫ TTA).

5. Виконано порiвняльний аналiз отриманих даних на рiзних iнфрастру

ктурах, моделях i їх параметрах для дослiдження впливу типу iнфра

структури (TPU/GPU), типу i розмiру моделей на час i точнiсть про

гнозування за стандартними метриками.

6. Сформульовано рекомендацiї щодо можливостi практичного застосу

вання отриманих результатiв в якостi методу обробки медичних зобра

жень людини на основi нейронної мережi у виглядi сервiсу iз локальним

або вiддаленим доступом.

У кiнцевому результатi було визначено, що модель EfficientNetB0 має най

кращi перспективи, адже вона займає лiдируючi позицiї у бiльшостi результатiв

вимiрювань основних показникiв (розмiр моделi, точнiсть, час прогнозу) ней

ронних моделей i може стати основою для подальших впроваджень в даному

контекстi. Цi запропонованi вдосконалення вважаються дуже перспективними

для потенцiйного використання дослiджуваних DNN в додатках Edge Computi

ng на обчислювальних пристроях з обмеженими ресурсами на периферiйному

рiвнi обслуговування пацiєнтiв.



109

2.9 Рiшення на основi технологiї блокчейн для доказу
автентичностi медичного контенту глибинного навчання (deep
learning content - DLC)

У цiй частинi роботи запропоновано рiшення на основi технологiї блокчейн

для доказу автентичностi медичного контенту глибинного навчання (deep learni

ng content ҫ DLC), якi можуть включати набори медичних даних, медичну мета-

iнформацiю (маркування професiйних експертiв), моделi, навченi на цих набо

рах медичних даних iз пов’язаною медичною метаiнформацiєю, медичнi про

гнози (результати застосування медичних моделей на нових медичних даних)

тощо.

Результати цiєї частини роботи опублiкованi пiд час виконання етапу у ста

ттях та доповiдях iз вiдповiдним згадуванням грантової пiдтримки НФДУ [52],

[80]:

ҡThe work was partially supported by the National Research Foundation of

Ukraine by the grant 2020.01/0490 ҡArtiҥcial Intelligence Platform for Distant

Computer-Aided Detection (CADe) and Computer-Aided Diagnosis (CADx) of

Human Diseasesә.ә

2.9.1 Структура системи

Розглянемо структуру пропонованої системи - вона буде базуватись на

базових принципах блокчейну - прозоростi та можливостi вiдстеження, де захи

щена та довiрена iсторiя записiв надається в децентралiзованому форматi без

посередникiв або довiрених третiх сторiн. В даному пiдроздiлi ми опишемо де

талi реалiзацiї фреймворку, основою якого є блокчейн i який покликаний забез

печувати доказ справжностi медичного контексту машинного навчання. Даний

пiдхiд також може застосовуватись i до iнших контентiв машинного навчан

ня, що можуть мiстити кiлька типiв мультимедiйної iнформацiї крiм медичних

застосувань.

Пропонована система на основi блокчейну складається з таких основних

основних компонентiв:
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1. Медичний датасет (Di): мiстить важливу медичну iнформацiю таку

як необробленi медичнi данi(RDi)(результати будь-яких медичних до

слiджень) i пов’язанi з ними медичнi метаданi або медичнi мiтки (Li)

(рис. 2.64). Останнi мiстять данi про саму RDi: данi, про пристрiй який

надав RDi , його настройки, час i дату проведення аналiзiв, разом з

додатковою iнформацiєю, яку вирiшив додати автор датасету Di. Ко

жен медичний датасет може бути асоцiйований з смарт-контрактом,

що може бути створений як автором так i користувачем на основi того,

хто займався розмiткою даних, тобто Di = L(Li, RDi), де L це певна

функцiя яка вiдображає процес помiчання даних (рис. 2.65). Адреса в

системi Ethereum та адреса смарт-контракту є невiд’ємною частиною

Di.

Рисунок 2.64 — Загальна структура пропонованої системи

2. Медична модель машинного навчання(Mi): Може мiстити як необро

блену модель RMi (тобто опис архiтектури моделi машинного навча
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ння), пов’язанi з моделлю метаданi про датасет чи процес тренуван

ня(кiлькiсть iтерацiй, частота навчання, тощо), i ваги моделi, яку на

тренували на конкретному датасетi Di . Структура RMi мiстить також

iнформацiю про актуальну нейронну мережу ҫ шари, активацiйнi фун

кцiї, тощо. Модель Mi вiдображає тренований стан RMi . Кожна мо

дель Mi повинна бути асоцiйована з смарт-контрактом що може бути

створений автором (в даному випадку, розробником моделi машинно

го навчання). Адреса автора та смарт-контракт моделi є невiд’ємними

частинами Mi.

Рисунок 2.65 — Загальна структура пропонованої системи

3. Медичнi передбачення(Pi): Може бути результатом виконання пев

ної Mi застосованої до нових даних RDi з передбаченими мiтка

ми(передбачення їх стану) Pi. Здається, що Pi призводить до створення

ҡновихә даних Di , оскiльки Pi мiстить новi данi RDi i новостворенi мi

тки L i (мiтки, якi були згенерованi в результатi передбачення). Але,

насправдi Pi не може стати ҡновимиә даними Di , якщо тiльки людина

їх не перевiрить LH
i (рис. 2.65), або цi данi повнiстю заново розмiтять

квалiфiкованi експерти. Кожна P i має бути асоцiйована з смарт-кон

трактом, що може бути створений автором моделi або користувачем

моделi. Адреса автора в Ethereum так само як адреса смарт контракту

є невiд’ємними частинами Pi.
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4. IPFS сховище: всi складовi контенту машинного навчання зберiгаються

в децентралiзованому, з адресацiєю по вмiсту сховищi такому як IPFS,

яке ми розглядали ранiше. Воно забезпечить генерацiю унiкального хе

шу, який i буде адресою всього контенту або його частини.

5. Компоненти, якi працюють в блокчейнi: Пiсля того, як ми згенерували

IPFS хеш контенту машинного навчання, автором створюється смарт

контракт в Ethereum блокчейнi. Контракт матиме атрибути i змiннi, якi

зможуть вiдображати деталi контексту машинного навчання та iнфор

мацiю про автора. Змiннi також можна використовувати для зберiгання

статичної iнформацiї, наприклад данi зв’язанi з станом контракту або

контекстом машинного навчання. На цьому етапi, будь-яке редагува

ння контексту машинного навчання iншою особою окрiм автора буде

створювати свiй окремий смарт-контракт з посиланням на оригiналь

ний контекст машинного навчання. Звiдси випливає, що всi редагова

нi контексти будь-якого оригiнального контексту будуть ҡнаслiдникаә

оригiнального контексту i будуть доступнi до перегляду в списку в йо

го смарт-контрактi. Тому користувач, який хоче перевiрити походже

ння контексту машинного навчання до його оригiналу, з легкiстю мо

же зробити це використовуючи данi доступнi в блокчейнi ҫ наприклад

смарт-контракти контекстiв з посиланням на оригiнал а також списки

контрактiв, якi використали поточний контекст за основу.

6. ENS: користувач також може скористатись Ethereum Name Service

(ENS) — сервiсом для встановлення вiдповiдностi адрес авторiв чи ко

ристувачiв в Ethereum до реальних даних (їх iмена, органiзацiї, чи про

фiлю) [78].

7. Компоненти, якi працюють поза блокчейном: Користувач, який прово

дить вiдслiдковування даних може також брати до уваги i компоненти,

якi працюють поза блокчейном, вони є невiд’ємними частинами про

понованої системи, наприклад, хмарнi обчислювальнi ресурси, через

великi розмiри контенту машинного навчання та супутнiх обчислень.
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2.9.2 Варiанти еволюцiї контенту машинного навчання

На рисунку 2.66 зображено можливi варiанти еволюцiї нових версiй моделi

машинного навчання та набору даних.

Рисунок 2.66 — Можливi варiанти еволюцiї нових версiй набору даних та

моделi

На даний час, без використання блокчейну, iснують такi можливостi ти

пової еволюцiї набору даних та моделей:

1. Навчання необробленої моделi RMd (наприклад, за допомогою алго

ритмiв сiмейства DenseNet) на наборi медичних даних Dc (наприклад,

CheXpert) може призвести до створення нової навченої моделi Mc =

Train(RMd, Dc), i згодом додаткове тренування на тому ж самому на

борi даних Dc , але з iншими параметрами (h∗), може призвести до

створення нової моделi Mm = Train(Mc, Dc, h
∗), де Train ҫ це функцiя,

яка вiдображає процес повторного тренування.

2. Тренування необробленої моделi RMd (наприклад, за допомогою ал

горитмiв сiмейства DenseNet) на стандартному наборi даних Di (на
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приклад Imagenet [80]) може призвести до нової тренованої моделi

Mi = Train(RMd, Di), потiм, додаткове тренування на iншому набо

рi даних De (наприклад, CheXpert) може у результатi створити модель

Mi = Train(Mi, De).

3. Поєднання медичного набору даних De (наприклад CheXpert) з iншим

набором медичних даних De (наприклад, JSRT [1]), створює новий ком

бiнований набiр даних Di = Add(Dj, De), де Add ҫ це функцiя, яка

показує процес поєднання (рис. 2.66), а потiм додатково натренувати

модель Mc на комбiнованому наборi даних Di що призведе до створення

нової моделi Mn = Train(Mc, Di).

2.9.3 Вiдслiдковування походження контенту машинного навчання

Зазвичай, розробники контенту машинного навчання, чiтко розумiють ево

люцiю та походження фiнальних версiй наборiв даних та моделей, якi вони роз

робляють. Але для користувача, це не є настiльки очевидним, особливо, беручи

до уваги велику кiлькiсть нових контентiв машинного навчання для рентгенiв

ських знiмкiв багатьох хвороб(наприклад раку, туберкульозу, та деяких iнших

аномалiй легень), якi публiкуються науковими спiльнотами(безлiччю науковцiв

та незалежних розробникiв). Це стало очевидним, пiд час поточної пандемiї

COVID-2019, коли з’являється багато нових наборiв контенту машинного на

вчання, але пiсля ретельної їх перевiрки, багато з них виявились неякiсними.

Основна мета пропонованого рiшення ҫ допомогти користувачам вiдслiд

ковувати контент машинного навчання, який має багато версiй до свого оригi

нального творця. Якщо походження контенту машинного навчання неможливо

вiдслiдкувати, тодi йому не можна довiряти, особливо в медичному контекстi.

Зазвичай користувачi мають доступ до певних контентiв машинного навчання,

наданих розробниками, з обмеженими метаданими про їх реальне походжен

ня. Але контент машинного навчання ҫ це не тiльки функцiя вiд попереднiх

станiв, але також i їх процесiв(наприклад, навчання з конкретними параметра

ми або поєднання наборiв даних з певною попередньою обробкою), що веде

до попереднiх станiв. Ось чому методи, якi базуються на блокчейнi(включаючи

смарт-контракти, IPFS, ENS, та iншi компоненти для встановлення автентично
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стi контексту машинного навчання) використовуються для надiйного вiдстеже

ння походження, особливо для недовiрливої наукової спiльноти.

Рисунок 2.67 — Еволюцiя контенту машинного навчання моделi(червонi

стрiлки) та набору даних(зеленi стрiлки)

Рис. 2.67 показує, як користувач може вiдслiдкувати еволюцiю контенту

машинного навчання внаслiдок залучення смарт-контрактiв. Наприклад, кон

тракт А вiдповiдає необробленiй моделi RMd тренованiй на датасетi Di (вiдпо

вiдає контракту B) з результуючою моделлю Mi = Train(RMd, Di) (вiдповiдає

контракту E який є дочiрнiм контрактом його батькiвських контрактiв A та B).

Подальший розвиток даного контенту машинного навчання включає перетре

нування моделi Mi (вiдповiдає контракту C), що призводить до результуючої

моделi Mj = Train(Mi, Dc) (вiдповiдає контракту G що є дочiрнiм контрактом

E та С). Для контенту машинного навчання такого як набiр даних, поєднан

ня медичного набору даних Dc (вiдповiдає контракту C) з iншим медичним

набором даних Dj (вiдповiдає контракту D) веде до створення набору даних

Dj = Add(Dj, Dc)(вiдповiдає контракту F який є дочiрнiм вiд C та D).
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2.9.4 Контент машинного навчання з точки зору користувача

На рисунку 2.65 схематично показано вигляд на систему з точки зору ко

ристувача системи, де медичний контекст машинного навчання був отриманий

вiд розробникiв шляхами, якi вiдображенi на рисунку 2.67 з залученням вiдпо

вiдних смарт-контрактiв.

Варто зазначити, що еволюцiя необроблених медичних даних(наприклад,

RDb) до медичних наборiв даних може проходити рiзними шляхами залежно

вiд природи процесу анотацiї даних. У випадку анотацiї даних людьми LH
a

для необроблених медичних даних RDb експертами EHuman
e можна отримати

набiр даних DGT
e = L(LH

a , RDb). Але в багатьох випадках мiтки ставляться

комп’ютерними системами LNLP
a для необроблених медичних даних RDb викону

ється за допомогою NLP моделей машинного навчання i отримуємо набiр даних

DNLP
e = L(LNLP

a , RDb). При вiдстеженнi походження цих двох шляхiв, обидва з

них можуть бути вiдстеженi до їх контрактiв, наприклад, контракт CDGT
d це

дочiрнiй контракт CRDb та CLH
a , де останнiй ҫ дочiрнiй контракт CEH

a . Ко

ристувач може отримати контент машинного навчання (моделi Mm, Mj, Mn) з

надiйним походженням для побудови наступних прогнозiв: Pm = P (Mm, RDb),

Pn = P (Mn, RDb), Pj = P (Mj, RDb). На базi даних передбачень, користувач

може отримати рiшення, якi будуть допомагати в визначеннi точного дiагнозу

по рентгенiвським знiмкам пацiєнтiв. Також, метрики, якi можуть збиратись пiд

час отримання результатiв вiд моделей, можуть бути використанi для подальшо

го покращення моделей. Фронт-енд децентралiзованого застосунку може бути

розроблений для автоматизацiї процесу автентифiкацiї для користувачiв, або

може бути iнтегрований в iншi веб-застосунки, або сервiси, для того, щоб ви

значати автентичнiсть певних контентiв машинного навчання. Як показано на

рисунку 2.67, кожен контент машинного навчання зв’язаний з дочiрнiми, i ко

жен батькiвський контент зв’язаний з дочiрнiм в iєрархiчному порядку. Саме

тому i можна вiдслiдкувати смарт-контракт до його першої версiї. Всi цi данi

про походження, будуть публiчно доступнi в блокчейнi Ethereum.

В даному пiдроздiлi розглянуто технологiї якi будуть потрiбнi для розроб

ки системи, визначили їх переваги та недолiки, особливостi роботи з ними, а

також вибрали найбiльш пiдходящi варiанти для створення системи походжен

ня медичного контенту машинного навчання. Спроектувано схему роботи систе
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ми, яка базується на використання технологiї блокчейну, визначення походжен

ня медичного контенту машинного навчання. Власник оригiнального контенту

може бути надiйно визначений, завдяки використанню децентралiзованого пiд

ходу. Пропонована система також буде використовувати децентралiзоване схо

вище IPFS, систему визначення власника адрес ENS, а також хмарнi системи

якi надають обчислювальнi потужностi.

Дане рiшення пропонується пiд використання медичних даних, але є до

сить гнучким i з невеликими модифiкацiями зможе бути використане для ана

логiчних цiлей як в iнших галузях, так i для iнших типiв даних. Описана си

стема може допомогти в боротьбi з некоректними та ненадiйними контентами

машинного навчання якi можуть бути розповсюдженi зловмисниками. Кори

стувач зможе вiдслiдкувати контент до його автора, яким може бути довiрена i

вiдповiдальна особа чи органiзацiя. Якщо ж користувач не може вiдслiдкувати

контент, то це означає, що його не можна використовувати.

Так само, таке рiшення дозволить забезпечити систему для отримання до

зволiв на редагування контенту машинного навчання, як повнiстю, так i його

частини, а також надати можливiсть автору оригiнального контексту перевiри

ти змiни, якi внiс iнший автор, перед публiкацiєю.

Запропоноване рiшення дозволяє виконати перевiрку загальнодоступного,

надiйного та достовiрного походження даних, з вiдстеженням та вiдстеженням

iсторiї опублiкованого медичного журналу DLC. Наше рiшення зосереджено на

DLC медичного застосування, що може бути використано в рiзних медичних за

стосуваннях i буде адаптовано для федеративного навчання в рамках поточних

викликiв щодо глобального спiльного використання DLC.

Оскiльки запропоноване в цiй роботi рiшення є досить загальним, то воно

може бути застосованим до будь-якої iншої форми DLC, наприклад наборiв

даних, метаiнформацiї, моделей, навчених на цих наборам даних з вiдповiдною

метаiнформацiєю, тощо.

2.10 Висновки до РОЗДIЛ 2

У даному роздiлi описанi результати роботи методу обробки медичних зо

бражень людини на основi нейронної мережi на основi результатiв дослiдження

процесу класифiкацiї об’єктiв з медичних датасетiв. Зроблено вибiр/налаштува
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ння стандартних моделей глибинного навчання (DL) на конфiгурацiї вiртуаль

ного прототипу обладнання та програмного забезпечення на основi платформи

медичного застосування Nvidia Clara та моделей для периферiйних обчислень

(включно iз Google Coral, Inel Movidius, тощо). Дослiджено, розроблено та про

тестовано: мiнi-модель DTL-19 з перенавчанням щiльних шарiв (WU1), мiдi-

модель DTL-19 з перенавчанням деяких згорткових CNN-шарiв + щiльних ша

рiв (WU1), максi-модель DTL-19 з перенавчанням усiх шарiв (WU2) та iнших

моделей з елементами гiбридизацiї компонентiв нейронних мереж iнших архiте

ктур.

Для цих моделей виконано оцiнку пропускної здатностi моделей глибин

ного навчання на робочiй станцiї WU1 (Titan 1080/HDD) та робочiй станцiї

WU2 (A100/SSD), якi були встановленi в рамках попереднього етапу. В резуль

татi тестування виявлено практичну можливiсть отримувати прогнози щодо

наявностi ячи вiдсутностi ознак певних легеневих хвороб або аномалiй на рiв

нi 14-16 зображень в секунду на даному програмному оточеннi та апаратному

забезпеченнi (GPU Titan 1080, HDD). На даному етапi роботи це вiдповiдає по

ставленiй фiнальнiй метi проєкту обробляти вiд 10 до 100 зображень в секунду.

Додатковий потенцiал покращення було реалiзовано за рахунок використання

нового обладнання (GPU NVIDIA A100, SDD), де виявлено практичну можли

вiсть отримувати прогнози щодо наявностi чи вiдсутностi ознак певних легене

вих хвороб або аномалiй на рiвнi ∼ 36 зображень в секунду. На даному етапi

роботи це значно (бiльше нiж в 2 рази) покращує результат на менш потужному

оригiнальному обладнаннi i ще кращою мiрою вiдповiдає поставленiй фiнальнiй

метi проєкту обробляти вiд 10 до 100 зображень в секунду. Варто зауважити,

що цi результати також були отриманi без застосування iнших додаткових за

собiв та способiв оптимiзацiї обрахунку моделей, якi планується застосувати на

наступному етапi проєкту.

Створено iнфраструктури (демо-версiя) для тестування знiмкiв вiд iнших

зовнiшнiх джерел. Також цей тестовий майданчик використовується для вiдпра

цювання окремих компонентiв платформи: вибiр/налаштування моделей гли

бинного навчання (DL) для пiдвищення якостi зображень в контекстi методiв

Image Super Resolution, пiдвищення якостi стискання та розархiвування зобра

жень, кращих методiв сегментацiї зображень на основi моделей U-Net сiмейства,

застосування способiв штучного розширення рiзноманiтностi даних iз покраще
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нням метрик пропускної здатностi, розробка рiшення на основi технологiї бло

кчейн для доказу автентичностi медичного контенту глибинного навчання.

У кiнцевому пiдсумку було визначено найкращi перспективи використан

ня певних DL моделей для певних практичних застосувань на основi результатiв

вимiрювань основних показникiв (розмiр моделi, точнiсть, час прогнозу) цих DL

моделей.
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РОЗДIЛ 3. ПЛАТФОРМА ШТУЧНОГО IНТЕЛЕКТУ ДЛЯ
ДИСТАНЦIЙНОГО АВТОМАТИЗОВАНОГО ВИЯВЛЕННЯ ТА
ДIАГНОСТИКИ ЗАХВОРЮВАНЬ ЛЮДИНИ

У даному роздiлi наводяться результати виконання роботи вiдповiдно до

наступних завдань, якi були запланованi для виконання пiд час проєкту:

1. Розробити науково обґрунтованi DL-моделi (на базi архiтектур

DenseNet, ResNet, InceptionResNet, Inception, Xception, EfficientNet,

VGG та їхнiх модифiкованих версiй та ансамблiв), якi були та адаптова

нi для використання в якостi ШI-асистентiв лiкаря на базi розробленої

ШI-платформи.

2. Протестувати обладнання та програмне забезпечення для компонентiв

ШI-платформи та ШI-платформи в цiлому для застосування у практи

чних умовах. Пiдготувати конфiгурацiю придбаного обладнання (моду

лi для периферiйних обчислень (включно iз Google Coral, Intel Movidius,

тощо) та розробленого програмного забезпечення для використання в

польових умовах.

3. Спроектувати ШI-платформу (iнтегрована апаратна та програмна iн

фраструктура) на базi придбаного, налаштованого та протестованого

апаратного забезпечення iз розробленим програмним забезпеченням ме

дичного призначення (включно iз встановленими та адаптованими для

використання науково обґрунтованими DL-моделями).

4. Розробити прототип ШI-платформи, тобто пiлотний варiант конфiгура

цiї ШI-платформи (серверна сторона та веб-iнтерфейс для медичного

працiвника).

5. Протестувати ШI-платформу, модуль для периферiйних обчислень i

врахувати зворотнiй зв’язок вiд медичних працiвникiв, зробити виснов

ки щодо технiко-економiчного обґрунтування подальшої iмплементацiї

та масштабування ШI-платформи для використання в CADe та CADx

в практичних умовах.

6. Пiдготовувати заключний звiт.

Для виконання цих завдань та iнтенсифiкацiї дослiджень було сформова

но кiлька паралельних потокiв для виконання окремих складових частин робо

ти, якi не є залежними i не пов’язанi причинно-наслiдковими зв’язками, а саме



121

розробка прототипу ШI-платформи, тестування окремих компонентiв (ШI-сер

вiсiв та комбiнацiй ШI-сервiс + ШI-модель) ШI-платформи, розробка модулю

для периферiйних обчислень, iдентифiкацiя аномальностi (ознак хвороб), вiзу

алiзацiя теплових карт, оцiнка пропускної здатностi окремих компонентiв (ШI

сервiсiв та комбiнацiй ШI-сервiс + ШI-модель) ШI-платформи на наявному

апаратному забезпеченнi.

Цi паралельнi робочi потоки виконувалися на створеному на пiдготовчому

етапi робочому вузлi 1 (work unit 1 — WU1), вузлi 2 (work unit 2 - WU2) на

встановленiй робочiй станцiї, та модулi для периферiйних обчислень, опис яких

було дано у звiтi (РОЗДIЛ 1).

3.1 Загальний опис платформи

Застосування сучасних ҡрозумнихә iнструментiв на основi методiв ШI мо

же значно допомогти в процесi аналiзу надзвичайно великого обсягу медичних

даних, включаючи одновимiрнi (1D) акустичнi, двовимiрнi (2D) рентгенографi

чнi, тривимiрнi (3D) КТ/МРТ томографiї, багатоканальнi електроенцефалогра

фiчнi (ЕЕГ), як додатковий iнструмент для аналiзу та виявлення ознак захво

рювань експертами, що наразi є тривалим i складним процесом.

Сучасна медична спiльнота чудово обiзнана iз потенцiалом методiв шту

чного iнтелекту (ШI). Федеральне управлiння США з санiтарного нагляду за

якiстю харчових продуктiв та медикаментiв (Food and Drug Administration -

FDA) до цього моменту схвалила до практичного медичного використання > 40

алгоритмiв та пристроїв ШI. В майбутньому лiкарям потрiбно не тiльки бути го

товими до використання ШI технологiй, але вони також мусять бути готовими

формувати майбутнi шляхи розвитку цих технологiй.

Основна мета запропонованої демо-версiї ШI-платформи полягає в де

монстрацiї i тестуваннi практичної спроможностi використання ШI-методiв

для дистанцiйного автоматизованого виявлення (Computer-Aided Detection ҫ

CADe) i дистанцiйної автоматизованої дiагностики (Computer-Aided Diagnosti

cs ҫ CADx) хвороб людини.

Для розробки i функцiонування ШI-платформи на основi отриманих про

тягом проєкту наукових результатiв було створено колекцiю медичних даних

(датасетiв), бiблiотеку моделей, описiв конфiгурацiйних параметрiв та рекомен



122

дацiї щодо їх застосування. Для iмплементацiї усього створеного набору даних,

моделей та параметрiв у практичних умовах i перевiрки спроможностi їх ви

користання в робочих умовах було створено платформу штучного iнтелекту

(ШI-платформу), яка складається iз програмної та апаратної частин.

До апаратної частини1 вiдносяться:

1. Cпецiалiзованi прискорювачi на основi графiчного процесора (GPU).

2. Cервери на базi яких cпецiалiзованi прискорювачi використовуються.

3. Cпецiалiзованi прискорювачi на основi тензорних процесорiв (TPU) для

периферiйних обчислень (Edge Computing ҫ EC).

До програмної частини ШI-платформи вiдносяться програмне забезпече

ння:

1. Для тренування, валiдацiї та тестування ШI-моделей.

2. Для використання ШI-моделей в якостi допомiжних iнструментiв лiка

ря (ШI-асистенти лiкаря).

3. Для побудови веб-iнфраструктури та дистанцiйного доступу до ШI-аси

стентiв лiкаря у виглядi ШI-веб-сервiсiв для медичного застосування.

4. Для використання лiкарем ШI-асистентiв у польових умовах без сервер

них спецiалiзованих прискорювачiв та доступу до глобальної мережi у

виглядi дешевих портативних пристроїв для периферiйних обчислень

(Edge Computing ҫ EC).

Особливiстю побудови програмної частини ШI-платформи є необхiднiсть

використання у практичних умовах великої кiлькостi ШI-моделей з боку потен

цiйно великої кiлькостi користувачiв (лiкарiв) на обмеженому колi спецiалiзо

ваних прискорювачiв на основi графiчного процесора (GPU). Критичною вла

стивiстю i вадою найбiльш поширених варiантiв сучасних GPU є монопольне

видiлення ресурсiв GPU для одного користувача однiєї ШI-моделi iз необхiднi

стю проходження всього ланцюга робочих процесiв iз великою кiлькiстю накла

дних витрат на пiдготовку оточення (вiд вiдкриття робочого сеансу, створення

оточення, завантаження програмного забезпечення, виконання необхiдних об

числень, звiльнення ресурсiв, закриття сеансу) навiть для обробки одного фра

гменту медичних даних (наприклад одного рентгенiвського знiмка для одного iз

ШI-сервiсiв). На даний момент нами дослiджено i запропоновано бiльше 30 ШI

1 Придбане обладнання для виконання даного проєкту.
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моделей, якi можуть бути використанi в якостi допомiжних iнструментiв лiкаря

(ШI-асистенти лiкаря) для 5 рiзних типiв практичних застосувань (ШI-послуг):

1. Класифiкацiя аномалiй в легенях людини по 14 типах легеневих захво

рювань.

2. Детекцiя аномалiй в легенях (визначення розташування та класу ано

малiй).

3. Класифiкацiя COVID-аномалiй в легенях людини.

4. Класифiкацiя аномалiй шкiри (меланома).

5. Класифiкацiя аномалiй шкiри (хвороба Лайма).

В умовах колективного використання, велика кiлькiсть лiкарiв буде фор

мувати велику кiлькiсть рiзних запитiв для обробки медичних даних своїх па

цiєнтiв рiзними типами ШI-послуг та рiзними ШI-моделями в основi цих ШI

послуг. Усi найбiльш поширенi варiанти сучасних GPU дозволяють використо

вувати ШI-послуги (тобто ШI-моделi в їх основi) лише в послiдовному режимi iз

великими накладними витратами на пiдготовку оточення iз подовженням часу

обробки, що унеможливлює їх масове використання у звичайних лiкарнях.

Донедавна єдиним рiшенням цiєї проблеми могло би бути лише викори

стання великої кiлькостi обчислювальних ресурсiв (збiльшення кiлькостi GPU)

iз значними iнвестицiями у апаратне та програмне забезпечення для кожної

окремої лiкарнi. Iз розповсюдженням парадигми хмарних обчислень виникла

можливiсть використовувати у виглядi веб-сервiсiв лише тi обчислювальнi ре

сурси, якi потрiбнi в даний момент без накладних витрат на простої апаратного

забезпечення у перiод їх невикористання. Але навiть за таких умов для швид

кої обробки рiзноманiтних запитiв до рiзноманiтних ШI-послуг виникає необхi

днiсть видiлення великої кiлькостi обчислювальних ресурсiв, тобто збiльшення

кiлькостi GPU хмарного розташування (вiртуальних машин iз GPU). Iдеальним

варiантом (для максимально швидкої обробки запитiв) було б використання по

однiй вiртуальнiй машинi iз GPU на одну комбiнацiю ШI-послуги+ШI-модель.

Але цей варiант не є практичним з огляду на його високу вартiсть при умовi

масового практичного використання в медичних закладах України.

У даному проєктi запропоновано, дослiджено та перевiрено практичну

спроможнiсть кiлькох варiантiв вирiшення цiєї проблеми, тобто пошуку ефе

ктивної (в рамках компромiсу мiж швидкiстю та вартiстю) обробки великої
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кiлькостi рiзних запитiв з боку лiкарiв для обробки медичних даних своїх пацi

єнтiв рiзними типами комбiнацiй ШI-послуга+ШI-модель в практичних умовах.

Для iмплементацiї варiантiв вирiшення означеної вище проблеми було ви

користано кiлька новiтнiх технологiй, а саме:

1. Технологiю конфiгурування та використання великої кiлькостi екзем

плярiв спецiалiзованого прискорювача GPU-типу.

2. Методи побудови та керування чергами завдань.

3. Способи створення та управлiння контейнерами програмного забезпе

чення.

Для цього було створено демо-версiю ШI-платформи на основi наступних

компонентiв:

1. Сервер для збору та збереження медичних даних.

2. Сервер iз спецiалiзованими прискорювачами GPU-типу для розробки,

тренування, валiдацiї та тестування ШI-моделей.

3. Сервер для обробки медичних даних iз спецiалiзованими прискорюва

чами GPU-типу.

4. Веб-сервер для дистанцiйного доступу до ШI-асистентiв лiкаря у вигля

дi ШI-веб-сервiсiв для медичного застосування.

5. Модуль периферiйних обчислень для застосування ШI-асистентiв лiка

ря у виглядi ШI-веб-сервiсiв для медичного застосування у польових

умовах.

3.2 Iнструкцiї для користування платформою

Розроблена ШI-платформа дозволить кiнцевим споживачам (працiвникам

медичних закладiв) створювати, розгортати та керувати спецiалiзованими ШI

сервiсами на основi ШI-моделей у гiбридних обчислювальних середовищах (на

основi хмарних та периферiйних обчислень) для доступу до медичних даних на

двеликого обсягу, їх обробки, аналiзу та звiтностi в робочому процесi виявлення

вiдхилень та ознак захворювань.

З точки зору кiнцевого користувача (медичних працiвникiв) робочий потiк

операцiй (workѕow) для обробки великої кiлькостi рiзних запитiв з боку лiкарiв

для обробки медичних даних своїх пацiєнтiв рiзними типами комбiнацiй ШI
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послуга+ШI-модель в практичних умовах включає наступну послiдовнiсть дiй

за певними правилами:

1. Вiдкрити головну сторiнку ШI-платформи (рис. 3.1) у вiкнi веб-браузе

ра за наступним посиланням: https://med.comsys.kpi.ua

2. Ознайомитися з:

(а) Загальним описом ШI-платформи (рис. 3.2):

https://med.comsys.kpi.ua/about

(б) Правилами користування та отримання доступу до повного

функцiоналу ШI-платформи (рис. 3.3):

https://med.comsys.kpi.ua/rules

Рисунок 3.1 — Головна сторiнка ШI-платформи
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Рисунок 3.2 — Загальний опис ШI-платформи

Рисунок 3.3 — Правила роботи iз ШI-платформою

(в) Описом ШI-асистентiв лiкаря (рис. 3.4):

https://med.comsys.kpi.ua/assistant
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Рисунок 3.4 — Опис ШI-асистентiв лiкаря

(г) Описом ШI-послуг (рис. 3.5):

https://med.comsys.kpi.ua/service
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Рисунок 3.5 — Опис ШI-послуг

(д) Перелiком публiкацiй щодо наукових дослiджень ШI-моде

лей, якi опублiковано у фахових наукових виданнях

(рис. 3.6): https://med.comsys.kpi.ua/publication

(е) Колективом розробникiв ШI-платформи (рис. 3.7):

https://med.comsys.kpi.ua/team

3. Для зворотного зв’язку iз колективом розробникiв ШI-платформи за

повнити форму (рис. 3.8): https://med.comsys.kpi.ua/contact

4. Для отримання доступу до повного функцiоналу ШI-платформи потрi

бно здiйснити вхiд в особистий кабiнет (рис. 3.9). Тому, Вам потрiбно

отримати облiковий запис для входу в систему. Для цього вiдправте

лист на наступну адресу: med@comsys.kpi.ua

“У листi вкажiть Ваше ПIБ, органiзацiю та посаду, намiри щодо

використання ШI-платформи, контактний телефон та емейл. Пiсля

перевiрки вказаної Вами iнформацiї, на Вашу електронну адресу буде

надiслано протягом 5-ти робочих днiв лист з логiном та паролем для

входу.
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Рисунок 3.6 — Перелiк наших публiкацiй

Рисунок 3.7 — Колектив розробникiв ШI-платформи
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Рисунок 3.8 — Форма зворотного зв’язку iз колективом розробникiв

ШI-платформи

5. Вхiд у систему: натиснiть кнопку Вхiд, яка знаходиться у правому

верхньому кутi головної сторiнки i введiть логiн та пароль, який отри

мали на свою електронну адресу (рис. 3.9).

Рисунок 3.9 — Вхiд у систему за логiном та паролем
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6. Пiсля входу в систему на екранi з’явиться iнформацiя про минулi до

слiдження2 та їх результати (рис. 3.10). Тепер можна обрати iснуючi

дослiдження i знову їх переглянути або створити нове.

Рисунок 3.10 — Стан ШI-платформи пiсля входу в систему доктора

Криворучка О.А. (демонстрацiйний акаунт)

(а) Для створення нового дослiдження потрiбно обрати пункт ме

ню Дослiдження, далi у випадному списку в правiй частинi

сторiнки обрати тип дослiдження з списку Нове дослiдження

та натиснути кнопку Створити. Пiсля створення дослiджен

ня, система перенаправить Вас на сторiнку редагування ство

реного дослiдження (рис. 3.11). Наразi доступнi такi типи до

слiджень: рентген легень та дiагностика хвороб шкiри.

Рисунок 3.11 — Стан ШI-платформи пiсля створення дослiдження типу

Рентген (демонстрацiйний акаунт)

В залежностi вiд типу запланованого дослiдження потрiбно

додати вiдповiднi файли. Для дослiджень Рентген необхi

дно завантажити одну рентгенограму легень (файл у фор

2 Iнформацiя про минулi дослiдження не вiдображаться у таких випадках: при першому входi у систему

та коли лiкарем не було створено та не виконано жодного дослiдження.
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матi .png або .jpg). Додатково можна завантажити текстовi

файли з описом цього знiмка. Для дослiджень Дiагностика

хвороб шкiри необхiдно завантажити фото шкiри (файл у

форматi .png або .jpg). Додатково можна завантажити текс

товi файли з описом.

(б) Для того, щоб завантажити файл, потрiбно натиснути на кно

пку Browse... (назва може залежати вiд мови iнтерфейсу

браузера) та обрати потрiбний файл (рис. 3.12).

Рисунок 3.12 — Стан ШI-платформи пiсля вибору файлу

(в) Далi потрiбно у випадному списку вказати тип файлу та на

тиснути кнопку Зберегти. Пiсля додавання всiх файлiв нати

снути кнопку Завершити редагування.

(г) Для обрання iснуючого дослiдження, потрiбно вибрати на па

нелi пункт Дослiдження та натиснути на номер дослiдження в

таблицi (перший злiва стовпчик) (рис. 3.10). Заявки в таблицi

можна впорядковувати за: номером, датою/часом створення,

типом та описом.

Пiсля вибору номера дослiдження, яке Вас цiкавить, (на

приклад дослiдження № 112 (рис. 3.10)), вiдобразиться

перелiк заявок в рамках цього дослiдження (рис. 3.13),

якi було виконано для вiдповiдного медичного знiмка (тут

GT_Atelectasis_00009465_003.png). Для перегляду резуль

татiв кожної iз заявок потрiбно обрати номер заявки.
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Рисунок 3.13 — Перелiк виконаних заявок для дослiдження з номером № 112

7. Пiсля створення нової чи вибору iснуючої заявки на дослiдження, вiд

образиться сторiнка з iнформацiєю про цю заявку (наприклад, для за

явки № 412 (рис. 3.14)), на якiй вказано:

(а) Номер дослiдження (ID).

(б) Статус дослiдження (Стан).

(в) ШI-модель (Модель).

(г) Дата створення.

(д) Дата початку обробки.

(е) Дата закiнчення обробки.

(ж) Результати обробки.

(и) Перелiк прикрiплених файлiв iз результатами обробки (Ре

зультати обробки - Файли).

(к) Перелiк заявок на обробку ШI-асистентами для цього дослi

дження (якщо такi є).
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Рисунок 3.14 — Стан ШI-платформи пiсля вибору заявки за номером (№ 412)

8. Для подання нової заявки на обробку даних ШI-асистентами потрiбно

у випадному списку Подати заявку на обробку ШI Модель обрати вiд

повiдного ШI-асистента та натиснути кнопку Вiдправити (рис. 3.13).

Пiсля чого створиться нова заявка, якiй буде присвоєно номер3 та бу

де поставлено в чергу на виконання. Стан заявки буде змiнюватись у

такому порядку: нова → в обробцi → завершена.

9. Для перегляду результатiв обробки4, натиснiть на номер заявки для

якої завершено процес обробки зi списку заявок (стовпчик злiва,

(рис. 3.13)). Пiсля чого вiдкриється вiкно з детальною iнформацiєю

про заявку (рис. 3.14).

Формат виводу результатiв обробки залежить вiд обраного ШI-асистен

та. Результати обробки можуть бути представленi у виглядi:

3 Створена заявка вiдобразиться у загальному списку заявок.
4 Висновки прогнозу моделi на основi поданої їй на вхiд iнформацiї.
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(а) Ймовiрностi виявлених аномалiй ШI-послугою для задачi

класифiкацiї всього знiмку по ознаках 14 хвороб легенiв

(рис. 3.15).

Рисунок 3.15 — Ймовiрностi аномалiй для класифiкацiї всього знiмку по

ознаках 14 хвороб легенiв

(б) Ймовiрностi виявлених аномалiй ШI-послугою для зада

чi класифiкацiї всього знiмку по ознаках COVID-2019

(рис. 3.16).

Рисунок 3.16 — Ймовiрнiсть аномалiї для класифiкацiї всього знiмку по

ознаках COVID-2019

(в) Файл-зображення з ймовiрними зонами розташування вияв

лених ознак аномальностi (heatmap) (рис. 3.17).

Рисунок 3.17 — Файл-зображення з ймовiрними зонами розташування ознак

аномальностi (heatmap)
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(г) Ймовiрностi вiдповiдних аномалiй в ШI-послузi для iденти

фiкацiї зон можливих аномалiй i класифiкацiї аномалiй в да

них зонах (рис. 3.18) по ознаках 14 хвороб легенiв.

Рисунок 3.18 — Ймовiрностi аномалiй для класифiкацiї всього знiмку для

iдентифiкацiї зон можливих аномалiй i класифiкацiї аномалiй в даних зонах

по ознаках 14 хвороб легенiв

(д) Файл-зображення з зонами (bounidng boxes) ймовiрних ано

малiй, назвами аномалiй та ймовiрностями їх присутностi

(рис. 3.19).

Рисунок 3.19 — Файл-зображення з зонами (bounidng boxes) ймовiрних

аномалiй, назвами аномалiй та ймовiрностями їх присутностi

(е) Текстовий файл з назвами виявлених ознак аномалiй, ймо

вiрнiстю та мiсцем їх розташування або комбiнацiя вказаних

варiантiв. Для того, щоб переглянути вмiст файлу з резуль

татом, потрiбно натиснути на його назву.

10. Вийти з системи пiсля завершення роботи. Для цього потрiбно натисну

ти на ПIБ в правому верхньому кутку сторiнки та натиснути Вихiд.
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3.3 Опис функцiональних можливостей платформи

3.3.1 ШI-послуги

До перелiку ШI-послуг (рис. 3.5) входять:

1. Класифiкацiя аномалiй в легенях по 14 хворобах.

2. Детекцiя аномалiй в легенях по 14 хворобах.

3. Класифiкацiя аномалiй в легенях по ознаках COVID-2019.

4. Класифiкацiя аномалiй шкiри (меланома).

5. Класифiкацiя аномалiй шкiри (хвороба Лайма).

6. класифiкацiя аномалiй в клiтинах (гiстологiя).

Класифiкацiя аномалiй в легенях по 14 хворобах

Детальний опис процесу класифiкацiї аномалiй в легенях по 14 хворобах

подано в наших попереднiх публiкацiях [9]—[12] iз додатковими дослiдженнями

щодо пiдготовки даних та моделей для тренування, валiдацiї та тестування,

якi описано в РОЗДIЛ ?? та РОЗДIЛ 2 на основi датасетiв: ChestХ-ray14 та

локального датасету вiд субконтракторiв медичного профiлю, якi описано в

роздiлах РОЗДIЛ ?? та РОЗДIЛ ??.

Класифiкацiя аномалiй в легенях по ознаках COVID-2019

Детальний опис процесу класифiкацiї аномалiй в легенях подано iз дода

тковими дослiдженнями щодо пiдготовки даних та моделей для тренування,

валiдацiї та тестування, якi описано в пiдроздiлах: 2.1 та 2.2 на основi датасетiв

iз COVID-2019-аномалiями (ieee8023) та локальному датасетi вiд субконтракто

рiв медичного профiлю, якi описано в пiдроздiлах: ??, ?? та ??.
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Класифiкацiя аномалiй шкiри (меланома)

Детальне дослiдження щодо класифiкацiї аномалiй шкiри (меланома) опи

сано в нашiй публiкацiї [79] iз коротким викладом особливостей пiдготовки мо

делей для тренування, валiдацiї та тестування, якi описано в пiдроздiлi 2.8 та

особливостей пiдготовки даних на основi датасетiв ISIC, якi описано в пiдроздi

лi ??.

В подальшiй роботi на основi цiєї ШI-платформи передбачається створити

загальний каркас для нанизування-додавання автоматизованих ШI медичних

сервiсiв з використанням наявних локальних та глобальних медичних даних

(МРТ, КТ, ЕЕГ, ультразвуку, рентгенографiї, оптичних методiв, аналiзу часо

вих послiдовностей показникiв датчикiв) для полегшення процедури виявлення

аномалiй в органах та дiагностики потенцiйних хвороб на раннiх стадiях їх вини

кнення. Фактично ШI-платформа є прототипом iнфраструктури для iнтеграцiї

сучасних та майбутнiх медичних сервiсiв на основi ШI-технологiй для вияв

лення найбiльш небезпечних захворювань в їх раннiх i часто безсимптомних

стадiях (скринiнгу), на яких лiкування ефективнiше, максимально поширити

обсяг охоплення пацiєнтiв сучасними медичними технологiями, вивести скри

нiнговi, профiлактичнi та дiагностичнi процедури на персоналiзований рiвень,

та зменшити навантаження на медичний персонал (сiмейних лiкарiв та медсе

стер).

В якостi прикладiв нанизування-додавання таких додаткових автоматизо

ваних ШI-послуг було розглянуто:

1. Класифiкацiю аномалiй шкiри (хвороба Лайма).

2. Класифiкацiю аномалiй в клiтинах (гiстологiя).

Класифiкацiя аномалiй шкiри (хвороба Лайма)

Цей приклад ШI-послуг не входив в технiчне завдання проєкту i виник, як

додатковий варiант застосування ШI-платформи та розширення його функцiо

налу в майбутньому. На основi дослiдження рiзноманiтних ШI-моделей (вивче

них i тренованих в рамках даного проєкту архiтектур типу Inception, ResNet,

DenseNet, EfficientNet, MobileNet) виникла можливiсть їх застосування в режи
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мi transfer learning для iнших типiв захворювань типу хвороби Лайма. Наразi

цей функцiонал доступний на ШI-платформи, але не описаний у звiтi, оскiль

ки не входив в технiчне завдання проєкту i знаходиться в стадiї тестування та

покращення датасету. Вiн розглядається тут як приклад подальшої диверсифi

кацiї ШI-методiв та ШI-моделей, якi було дослiджено в рамках даного проєкту.

Сегментацiя аномалiй в клiтинах (гiстологiя)

Цей приклад ШI-послуг також не входив в технiчне завдання проєкту i ви

ник, як додатковий варiант застосування ШI-платформи та розширення його

функцiоналу в майбутньому. На основi дослiдження рiзноманiтних ШI-моде

лей (вивчених i тренованих в рамках даного проєкту архiтектур типу U-Net)

виникла можливiсть їх застосування в режимi transfer learning для сегментацiї

об’єктiв дослiдження на клiтинному рiвнi по даних мiкроскопiчних дослiджень.

Наразi цей функцiонал доступний на ШI-платформи, але не описаний у звiтi,

оскiльки не входив в технiчне завдання проєкту i знаходиться в стадiї тестува

ння та розширення датасету. Вiн теж розглядається тут як приклад подальшої

диверсифiкацiї ШI-методiв та ШI-моделей, якi було дослiджено в рамках даного

проєкту. Детальне дослiдження щодо покращення методiв сегментацiї об’єктiв,

зокрема медичного характеру, описано в наших публiкацiях [76], [77] iз коро

тким викладом особливостей пiдготовки моделей для тренування, валiдацiї та

тестування, якi описано в пiдроздiлi 2.6.

3.3.2 ШI-асистенти лiкаря (ШI-моделi)

Для кожної iз розглянутих вище ШI-послуг було дослiджено набори ШI

моделей, якi в рамках даної ШI-платформи грають роль ШI-асистентiв лiкаря.

DenseNet. Архiтектура DenseNet (Densely Connected Convolutional

Networks) [81] описана в пiдроздiлi ??. Пiсля дослiджень в рамках проєкту тре

нованi ШI-моделi саме з цiєю архiтектурою давали однi з найкращих показникiв

якостi прогнозiв для деяких прикладiв медичного застосування [9]—[12] i тому

саме кiлька варiантiв цiєї мережi було обрано для застосування на платформi

в складi наступних ШI-асистентiв лiкаря:
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1. Класифiкацiя по 14 типах хвороб в легенях.

2. Класифiкацiя ознак COVID.

3. Класифiкацiя ознак меланоми.

MobileNet. Архiтектура MobileNet [82] також описана в пiдроздiлi ??.

Пiсля дослiджень в рамках проєкту тренованi ШI-моделi саме з цiєю архiтекту

рою давали однi з найбiльш високих показникiв при застосуваннi для датасетiв

невеликого розмiру i необхiдностi застосування ШI-моделей для пристроїв пе

риферiйних обчислень (Edge Computing) [83], [84], якi описанi в пiдроздiлi ??.

Кiлька варiантiв цiєї мережi було обрано для застосування на платформi в скла

дi наступних ШI-асистентiв лiкаря:

1. Класифiкацiя ознак меланоми.

2. Класифiкацiя ознак хвороби Лайма.

3. Класифiкацiя ЕЕГ-сигналiв дiяльностi мозку.

InceptionNet. Архiтектура InceptionNet [85], [86] описана в пiдроздiлi ??.

Пiсля дослiджень в рамках проєкту тренованi ШI-моделi саме з цiєю архiтекту

рою давали однi з найбiльш стабiльно високих (навiть при при рiзних розмiрах

вхiдних зображень) показникiв якостi прогнозiв для деяких прикладiв меди

чного застосування (максимальнi при класифiкацiї ознак COVID) i тому саме

кiлька варiантiв цiєї мережi було обрано для застосування на платформi в скла

дi наступних ШI-асистентiв лiкаря:

1. Класифiкацiя ознак COVID.

2. Класифiкацiя ознак меланоми.

ResNet. Архiтектура ResNet [87] описана також в пiдроздiлi ??. Пiсля

дослiджень в рамках проєкту тренованi ШI-моделi з цiєю архiтектурою дава

ли стабiльно високi (але не завжди максимальнi) показники якостi прогнозiв

для деяких прикладiв медичного застосування i тому саме кiлька варiантiв цiєї

мережi було обрано для застосування на платформi в складi наступних ШI-аси

стентiв лiкаря та для пристроїв периферiйних обчислень (Edge Computing) [83],

[84], якi описанi в пiдроздiлi ??:

1. Класифiкацiя по 14 типах хвороб в легенях (лише для апробацiї вико

ристання на пристроях периферiйних обчислень ҫ Edge Computing).

2. Класифiкацiя ознак COVID.

3. Класифiкацiя ознак меланоми.
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InceptionResNet. Опис архiтектури InceptionResNet [86] подано в пiдроз

дiлi ??. Пiсля дослiджень в рамках проєкту тренованi ШI-моделi з цiєю архiте

ктурою давали високi значення (але з бiльшою чутливiстю точностi прогнозу

щодо рiзних розмiрiв вхiдних зображень) показникiв якостi прогнозiв для де

яких прикладiв медичного застосування i тому саме кiлька варiантiв цiєї мережi

було обрано для застосування на платформi в складi наступних ШI-асистентiв

лiкаря:

1. Класифiкацiя ознак COVID.

2. Класифiкацiя ознак меланоми.

VGG. Архiтектура VGG [88] описана в пiдроздiлi ??. Пiсля дослiджень

в рамках проєкту тренованi ШI-моделi з цiєю архiтектурою давали стабiльно

високi (але не завжди максимальнi) показники якостi прогнозiв для деяких

прикладiв медичного застосування, також для спецiалiзованих архiтектур, якi

виявилися ефективними при роботi iз датасетами малого розмiру, i тому са

ме кiлька варiантiв цiєї мережi було обрано для застосування на платформi в

складi наступних ШI-асистентiв лiкаря:

1. Класифiкацiя по 14 типах хвороб в легенях (лише для апробацiї вико

ристання на пристроях периферiйних обчислень ҫ Edge Computing).

2. Класифiкацiя ознак COVID.

3. Класифiкацiя ознак меланоми.

Xception. Архiтектура Xception [89] описана в пiдроздiлi ??. Базовi мо

делi глибинного навчання, пiдроздiлi Xception. Пiсля дослiджень в рамках про

єкту тренованi ШI-моделi з цiєю архiтектурою давали високi значення (але

з бiльшою чутливiстю точностi прогнозу щодо рiзних розмiрiв вхiдних зобра

жень) показникiв якостi прогнозiв для деяких прикладiв медичного застосува

ння i тому саме кiлька варiантiв цiєї мережi було обрано для застосування на

платформi в складi наступних ШI-асистентiв лiкаря:

1. Класифiкацiя ознак COVID.

2. Класифiкацiя ознак меланоми.

EfficientNet. Архiтектура EfficientNet [90] описана в пiдроздiлi ??. Базовi

моделi глибинного навчання, пiдроздiлi EfficientNet. Пiсля дослiджень в рамках

проєкту тренованi ШI-моделi з цiєю архiтектурою давали рiзноманiтнi показни

ки якостi прогнозiв для деяких прикладiв медичного застосування, якi бiльшою

мiрою залежали вiд конкретної версiї (вiд B0 до B6) iз рiзними розмiрами i
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складнiстю. Це дозволяло спланувати їх для використання в рамках обраного

компромiсу мiж точнiстю прогнозу та вимогами до обчислювальних ресурсiв

спецiалiзованих архiтектур на рiвнi периферiйних обчислень. Найменшi версiї

цiєї архiтектури виявилися ефективними при роботi iз датасетами малого роз

мiру, i тому саме кiлька варiантiв цiєї мережi було обрано для застосування на

платформi в складi наступних ШI-асистентiв лiкаря:

1. Класифiкацiя ознак COVID.

2. Класифiкацiя ознак меланоми.

На основi отриманих та опублiкованих результатiв ШI-моделi на основi

вказаних архiтектур планується використовувати також для iнших прикладiв

медичного застосування.

Варто вiдзначити, що точнiсть прогнозу може варiюватися при застосуван

нi рiзних ШI-моделей навiть при застосування до однакових вхiдних медичних

даних. Тому в якостi отримання бiльш достовiрних прогнозiв в майбутньому

для подальших дослiджень варто використовувати гiбриднi конфiгурацiї ШI

моделей, якi будуть вiдiгравати роль ҡконсилiумуә ШI-моделей.

Точнiсть прогнозу також може варiюватися в залежностi вiд їх розмiрiв

(наприклад, розмiрiв вхiдного рентгенiвського зображення легенiв), способу та

умов отримання вхiдних медичних даних, виконаних етапiв попередньої оброб

ки. Тому для оцiнки вiдхилення прогнозу в залежностi вiд наявних факторiв

впливу, операцiї штучного розширення обсягу даних (якi зазвичай використо

вуються на етапi тренування) варто включати на етапi прогнозу (test time

augmentation), як це описано в пiдроздiлi ??.

3.4 Компоненти платформи

Для реалiзацiї функцiональних можливостей ШI-платформи на основi

комбiнацiй ШI-послуга + ШI-модель було створено демо-версiю ШI-платформи

на основi наступних компонентiв (рис. 3.20):

1. Cервер керування та представлення даних.

2. Cервери обробки даних.

3. Cервери тренування ШI-асистентiв (моделей).

4. Система збереження даних.
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Рисунок 3.20 — Компоненти ШI-платформи

3.4.1 Сервер керування та представлення даних

Сервер керування та представлення даних ҫ це фiзичний сервер або вiрту

альна машина, який вiдповiдає за надходження даних в систему, представлення

та зберiгання результатiв обробки, керування чергою обробки заявок в системi.

На серверi керування та представлення даних розмiщенi такi модулi:

1. Веб-сервер, який обслуговує веб-сайт, через який користувачi можуть

завантажити данi в систему, переглянути наявнi данi, вiдправити заяв

ку на обробку, та отримати результати. Iнтерфейс користувача веб-сай

ту детально описаний у параграфi 3.2.

2. Модуль керування, який можна подiлити на двi частини:

(а) Модуль обробки черги, який формує та обробляє чергу за

явок на обробку даних. Вiн визначає порядок обробки заявок,

формує пакет з декiлькох заявок для пакетної обробки.
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(б) Модуль взаємодiї з серверами обробки, який реалiзує iнтер

фейс (API) мiж програмним забезпеченням на серверi оброб

ки даних, яке безпосередньо запускає заявки на виконання

(локальний планувальник), та модулем керування на серверi

представлення даних та керування (глобальний плануваль

ник). Iнтерфейс, який реалiзовано, являє собою REST API,

який, зокрема, дозволяє отримати номери завдань з черги,

якi має виконувати певний контейнер, повiдомити про змiну

стану виконання задач, вiдправити код результату та iмена

файлiв з результатом. Самi файли при цьому передаються не

на сервер керування, а напряму в систему збереження даних.

Це дозволяє оптимiзувати процес обмiну даними та збiльши

ти швидкiсть обробки заявок.

3. База даних в якiй зберiгаються данi щодо заявок поданих на виконання

в системi та допомiжнi (службовi) данi.

3.4.2 Сервер обробки даних

Сервер обробки даних ҫ це фiзичний сервер з GPU або вiртуальна ма

шина, яка монопольно використовує GPU. На рисунку 3.21 показано порядок

проходження заявок на обробку з черги вiд глобального планувальника до ло

кального, та надходження до контейнерiв для обробки.

Для повноцiнної роботи та забезпечення всiх можливостей GPU має пiд

тримувати технологiю Multi-Instance GPU (MIG), деталi якої описанi в насту

пному пiдроздiлi 3.5. Використання GPU без пiдтримки MIG теж можливе,

але у такому випадку один сервер зможе обробляти одночасно заявки тiльки

для одного типу ШI-асистента з певними налаштуваннями. На даний час ко

ристувачу платформи надається можливiсть працювати з 6 ШI-асистентами та

декiлькома параметрами для кожного, всього приблизно 30 варiантiв налашту

вань ШI-асистентiв (тобто комбiнацiй ШI-асистент+ШI-модель), ця кiлькiсть

буде збiльшуватись в майбутньому. Локальний планувальник взаємодiє з гло

бальним планувальником (фактично ҫ модулем обробки черги) за допомогою

REST API (його реалiзує модуль взаємодiї з серверами обробки). Вiн повiдомляє

глобальному планувальнику про змiну стану заявок, а при завершеннi обробки
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заявки (або пакету заявок, в залежностi вiд налаштованого способу обробки)

та звiльненi ресурсiв, звертається до глобального планувальника за новими за

явками на обробку.

Рисунок 3.21 — Порядок проходження заявок на обробку з черги вiд

глобального планувальника до локального, та надходження до контейнерiв

для обробки

В залежностi вiд типу ШI-асистента локальний планувальник передає за

явки на обробку вiдповiдному контейнеру (якщо вiн зупинений, то запускає

його). У випадку великої кiлькостi заявок для певного типу ШI-асистента кон

тейнер не зупиняється та постiйно очiкує надходження заявок. У випадку не

великої кiлькостi заявок для певного типу ШI-асистента локальний плануваль

ник зупиняє контейнер пiсля обробки пакету заявок, щоб звiльнити ресурси

для iншого контейнера (з iншим типом ШI-асистента). Рiшення про розподiл

заявок по серверам обробки (якщо їх декiлька) приймається на рiвнi глобаль

ного планувальника. Рiшення про запуск вiдповiдного контейнера приймається

на рiвнi локального планувальника. Глобальний планувальник (модуль оброб

ки черги) може опосередковано впливати на запуск вiдповiдних контейнерiв на
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конкретному серверi обробки шляхом вибору певних заявок з глобальної черги.

Наприклад, при отриманнi запиту по API з сервера обробки вiн може передати

йому тiльки заявки для ШI-асистентiв певного типу, а iншi залишити в гло

бальнiй черзi. Алгоритм вибору заявок з глобальної черги може враховувати

такi параметри, як прiоритетнiсть заявок, середнiй час проходження заявок у

системi (взагалi та по конкретних типах), завантаженiсть серверiв обробки, та

багато iнших. Оптимальний перелiк та пороговi значення параметрiв можуть

бути предметом подальших дослiджень.

3.4.3 Сервер тренування ШI-асистентiв

Сервер тренування ШI-асистентiв — це окремий фiзичний сервер з GPU

(або вiртуальна машина, яка монопольно використовує GPU), який призначе

ний для покращення якостi ШI-асистентiв (навчання моделей нейронних ме

реж).

Сервер не пiдключений до модуля обробки черги та не оброблює поточнi

заявки в системi. Вiн, в залежностi вiд налаштувань, використовує данi з сфор

мованого датасету, що розмiщений в системi збереження даних, або накопиченi

данi з файлiв, якi були завантаженi через веб-сервер.

3.4.4 Система збереження

Система збереження ҫ це окремий фiзичний сервер (або вiртуальна маши

на з монопольним використанням дискового простору великого об’єму), на яко

му зберiгаються файли, якi оброблюються ШI-асистентами (наприклад, рент

ген знiмки легень, фотознiмки шкiри), а також результати обробки (наприклад,

зображення з позначеними мiсцями ймовiрних аномалiй та їх назвами).
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3.5 Технологiя конфiгурування та використання великої кiлькостi
екземплярiв спецiалiзованого прискорювача GPU-типу

Для паралельного виконання кiлькох робочих навантажень на одному

GPU було використано технологiю запуску великої кiлькостi екземплярiв спе

цiалiзованого прискорювача на базi графiчного процесора NVIDIA A100. Нова

технологiя запуску великої кiлькостi екземплярiв спецiалiзованого прискорю

вача (Multi-Instance GPU ҫ MIG) дозволяє паралельно i повнiстю iзольовано

запускати вiдразу кiлька програм CUDA на спецiалiзованому прискорювачi об

числень на базi графiчного процесора (GPU). Обчислювальнi блоки графiчного

процесора, а також його пам’ять можна роздiлити на кiлька екземплярiв MIG,

де кожен з цих екземплярiв може бути представлений як автономний пристрiй

GPU з точки зору операцiйної системи i може бути прив’язаний до будь-якої

програми, контейнера або вiртуальної машини, що працює на обчислювальному

вузлi. На апаратному рiвнi екземпляр MIG має власнi видiленi ресурси (про

цесори, кеш, пам’ять), тому робоче навантаження, що виконується на одному

екземплярi, не впливає на те, що виконується на iнших.

Геометрiя подiлу ресурсiв з MIG ҫ це спосiб розподiлу апаратних ресур

сiв серед екземплярiв MIG, який безпосередньо впливає на їх продуктивнiсть iз

зазначенням кiлькостi екземплярiв, якi можуть бути створенi iз такими ресурса

ми. Наявний спецiалiзований прискорювач NVIDIA A100, який ми використову

вали в рамках цього проєкту, має 8 обчислювальних блокiв i 40 ГБ оперативної

пам’ятi. При використаннi технологiї MIG, один з 8 екземплярiв зарезервований

для керування ресурсами i для поточних завдань доступнi лише 7, як максимум.

У таблицi 3.1 подано короткий опис можливих варiантiв геометрiї MIG iз

описом властивостей вiдповiдних екземплярiв для NVIDIA A100-40GB.

Таблиця 3.1 — Порiвняння основних параметрiв у процесi навчання мереж

Назва екземпляру Пам’ять екземпляру Обчислювачi екземпляру Максимальна кiлькiсть екземплярiв

1g.5gb 5 ГБ 1 7

2g.10gb 10 ГБ 2 3

3g.20gb 20 ГБ 3 2

4g.20gb 20 ГБ 4 1

7g.40gb 40 ГБ 7 1
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На додаток до однорiдних екземплярiв (таблиця 3.1) можна створювати

деякi неоднорiднi комбiнацiї, наприклад, для A100-40GB можна використати

таку неоднорiдну (або «змiшану») геометрiю:

1. 1x 1g.5gb

2. 1x 2g.10gb

3. 1x 3g.20gb

Зручнiсть MIG полягає в тому, що адмiнiстратор серверу має можливiсть

змiнювати геометрiю MIG для оптимального використання ресурсiв MIG-сумi

сних GPU-карт сервера i використовувати змiнену геометрiю MIG для нових

вiртуальних машин чи контейнерiв.

В рамках проєкту було дослiджено кiлька варiантiв геометрiї MIG. Зробле

но порiвняльний аналiз продуктивностi при використаннi кiлькох рiзних спосо

бiв конфiгурування геометрiї MIG пiд поточнi вимоги запитiв з боку лiкарiв

для обробки медичних даних своїх пацiєнтiв рiзними типами комбiнацiй ШI

послуга+ШI-модель в практичних умовах. Пiсля аналiзу метрик продуктивно

стi рiзних конфiгурацiй було зроблено короткий пiдсумок щодо використання

конфiгурацiї:

1. 1x 3g.20gb

2. 1x 3g.20gb

3.6 Оцiнка способiв оптимiзацiї обробки медичних даних i
доцiльностi масштабування обчислювальної iнфраструктури

Загалом розробка методiв оптимiзацiї обробки медичних даних своїх пацi

єнтiв рiзними типами комбiнацiй ШI-послуга + ШI-модель в практичних умо

вах є перспективним напрямком подальших дослiджень в контекстi масового ви

користання ШI-платформи в практичних умовах. Наприклад, перспективним є

дослiдження використання кiлькох рiзних стратегiй конфiгурування геометрiї

MIG, наприклад:

1. Фiксований розподiл ресурсiв.

2. Статичний спосiб.

3. Динамiчний спосiб:

(а) Iз жорсткими умовами змiни геометрiї MIG.

(б) Iз гнучкими умовами змiни геометрiї MIG.
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(в) Iз гнучкими умовами змiни геометрiї MIG на основi методiв

машинного або глибинного навчання, що є надзвичайно пер

спективним для майбутнiх дослiджень (не входить в даний

проєкт та звiт).

Варто зазначити, що ця проблема потребує перевiрки великої кiлькостi ва

рiантiв в залежностi вiд конкретних практичних умов (кiлькостi MIG-сумiсних

ресурсiв, необхiдної пропускної здатностi, кiлькостi ШI-моделей, ШI-асистен

тiв, параметрiв вхiдних даних, тощо) та статистичної обробки великого обсягу

даних.

В якостi перших оцiночних спроб було проведено перевiрку практичної

спроможностi реалiзацiї рiзних стратегiй конфiгурування геометрiї MIG, якi

описанi далi. На рисунках 3.22, 3.23 та 3.24 проiлюстрована залежнiсть довжини

черги заявок на обробку певним ШI-асистентам (варiантам нейронної мережi)

вiд часу.

Фiксований розподiл ресурсiв. Як видно з графiку (рис. 3.22), про

тягом короткого промiжку часу велика кiлькiсть заявок була згенерована та

завантажена у чергу.

Рисунок 3.22 — Фiксований розподiл ресурсiв

На рисунку 3.22 показано поведiнку системи при отриманнi одночасно ве

ликої кiлькостi заявок рiзних типiв. При цьому розподiл ресурсiв вiдбувається

так: глобальний планувальник передає локальному планувальнику всi завдання
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для ШI-асистента певного типу. Локальний планувальник при наявностi вiль

ного ресурсу запускає вiдповiдний контейнер, який оброблює всi завдання в

черзi. Пiсля чого контейнер завершує виконання та звiльняє ресурс. Ресурси не

налаштовуються пiд розмiр задачi. В цьому випадку деякi заявки користувачiв

можуть довго очiкувати в черзi. Крiм того, ресурси не завжди використовую

ться оптимально (може видiлятися бiльше ресурсiв, нiж потрiбно). Цей спосiб

планування є неприйнятним з точки зору користувачiв.

Статичний спосiб розподiлу ресурсiв. На рисунку 3.23 показано по

ведiнку системи при статичному налаштуваннi системи на рiзнi типи заявок.

Рисунок 3.23 — Статичний розподiл ресурсiв

GPU була розподiлена на частини таким способом:

1. MIG 4g.20gb

2. MIG 2g.10gb

3. MIG 1g.5gb

При цьому, вiдповiднi вiртуальнi GPU використовують контейнери для

заявок вiдповiдного розмiру.

Динамiчний спосiб розподiлу ресурсiв. На рисунку 3.24 показано

поведiнку системи при можливостi змiни конфiгурацiї в залежностi вiд кiлько

стi та типу заявок в черзi, а також призупиненнi обробки локальної черги для

тимчасового звiльнення ресурсiв для других заявок.
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Рисунок 3.24 — Динамiчний розподiл ресурсiв

В цьому випадку завдання, що потребують багато ресурсiв та занадто

довго виконуються, можуть бути призупиненi, налаштованi на бiльш повiльнi

ресурси, для того пропустити вперед бiльш короткi заявки. Пiсля цього всi

ресурси (навiть тi,що ранiше призначалися для коротких заявок), можуть бути

налаштованi на виконання довгих заявок. Змiна конфiгурацiї ресурсiв можлива

за допомогою технологiї MIG, яка описана ранiше у пiдроздiлi 3.5. В процесi,

що показано на рисунку 3.24, вiдбулось переналаштування спочатку на розподiл

MIG 1g.5gb, 1g.5gb, 2g.10gb, 3g.20gb, потiм на 7g.40gb.

З урахуванням оцiнок, якi було зроблено у пiдроздiлi 2.3 та оцiнки способiв

оптимiзацiї обробки медичних даних в цьому роздiлi можна зробити висновок

про доцiльнiсть використання запропонованої ШI-платформи в бiльш глобаль

ному масштабi для потреб мегаполiсiв, регiонiв та країни в цiлому. Загалом

оцiнки зробленi для конфiгурацiї з одним спецiалiзованим прискорювачем ти

пу NVIDIA A100 на основi технологiї вiртуалiзацiї ресурсiв MIG дозволяють

сягнути запланованого рiвня обробки до 103 (i навiть бiльше до 104) медичних

знiмкiв в секунду на ШI-платформi при вiдповiдному масштабуванню обчислю

вальної iнфраструктури до 8 спецiалiзованих прискорювачiв типу NVIDIA A100

на основi технологiї вiртуалiзацiї ресурсiв MIG.
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Висновки до РОЗДIЛ 3

За результатами проведеного огляду сучасних методiв прунiнгу та кван

тизацiї для оптимiзацiї продуктивностi глибоких нейронних мереж було виявле

но, що бiльшiсть дослiджень зосередженi на використанi одного з методiв, або

прунiнгу, або квантизацiї, при роботi iз нейронними мережами. При цьому ре

зультати поєднання обох методiв для оптимiзацiю залишаються недостатньо до

слiдженими. Також, бiльшiсть сучасних дослiджень обмежуються пiдвищенням

продуктивностi моделi глибокої нейронної мережi лише за допомогою зазначе

них вище методiв, не оптимiзуючи при цьому саму обчислювальну систему, до

якої вiдноситься як апаратна так i програмна складова. Узагальнюючи отрима

нi результати дослiджень було запропоновано багаторiвневу iєрархiчну методо

логiю оптимiзацiї глибоких нейронних мереж для рiзних сфер застосування в

контекстi Edge Computing. На базi запропонованої методологiї було дослiдже

но ефективнiсть роботи прискорювача Coral Edge TPU USB Stick в медично

му контекстi для дiагностики легеневих аномалiй за даними рентген знiмкiв.

Важливим аспектом роботи розробленої портативної програми для дiагности

ки легеневих аномалiй є те, що данi рентген знiмкiв нiкуди не передаються i

оброблюються локально на комп’ютерi лiкаря. Це дозволяє забезпечити захист

персональних даних пацiєнта. Також, використання даної портативної програ

ми для дiагностики дозволяє проводити аналiз рентген знiмкiв в неiдеальних

польових умовах практичного використання, наприклад, за умов нестiйкого Iн

тернет зв’язку або його повнiй вiдсутностi, коли доступ до повнофункцiональної

платформи для дiагностики захворювань не можливий.

У даному роздiлi описанi результати роботи щодо тестування та аналiзу

результатiв прогнозування (Prediction Tests and Analysis ҫ PTA) для моделей

DTL / ADL iз використанням штучного збiльшення рiзноманiтностi даних рiзно

го ступеню iнтенсивностi, дослiдженння, розробки та тестування вiртуальних

версiй компонентiв ШI-платформи для використання на придбаному обладнан

нi iз спецiалiзованими прискорювачами типу GPU для використання в локаль

ному та хмарному середовищi, розробки та тестування платформи штучного

iнтелекту (ШI-платформу), налаштовання пiлотної конфiгурацiї ШI-платфор

ми (з веб-демонстрацiєю) для широкого спектру ШI-моделей.
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В результатi виконання цих завдань було отримано наступнi результати.

Створено вiртуальнi версiї компонентiв ШI-платформи для використання на

придбаному обладнаннi iз спецiалiзованими прискорювачами типу GPU для

використання в локальному та хмарному середовищi (вiртуальнi машини та

контейнери iз дистанцiйним мережевим доступом). Створено програмне забез

печення (на основi хмарних серверiв та клiєнтiв) для розробки та практичного

використання DL-моделей, для зберiгання та розширення наборiв даних (JSRT,

ChestXray, CheXpert, ISIC, ЕЕГ, та iншi) та для взаємодiї iз користувачами (ме

дичними працiвниками) в практичних умовах. Спроєктовано ШI-платформу

(iнтегрована апаратна та програмна iнфраструктура) на базi придбаного, нала

штованого та протестованого апаратного забезпечення iз розробленим програм

ним забезпеченням медичного призначення (включно iз встановленими та ада

птованими для використання науково обґрунтованими DL-моделями). Створе

но прототип ШI-платформи (https://med.comsys.kpi.ua), тобто пiлотний варiант

конфiгурацiї ШI-платформи (серверна сторона та веб-iнтерфейс для медично

го працiвника). Зроблено висновки щодо технiко-економiчного обґрунтування

подальшої iмплементацiї та масштабування ШI-платформи для використання

в CADe та CADx в практичних умовах.
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ВИСНОВКИ

У результатi виконання завдань проєкту було отримано низку запланова

них (вiдповiдно до сформульованих та запланованих технiчних завдань i ме

ти проєкту) та нових результатiв. Побудовано технiчну та методичну базу для

подальшого створення i використання нових методiв ШI в практичних цiлях ши

рокого медичного застосування, а саме методiв машинного навчання (machine

learning ҫ ML) та методiв поглибленого навчання (deep learning ҫ DL) для авто

матизованого аналiзу медичних даних рiзного типу i розмiрностi, включаючи

одновимiрнi акустичнi, двовимiрнi рентгенографiчнi, тривимiрнi комп’ютерної

томографiї (КТ/МРТ), багатоканальної електроенцефалографiї (ЕЕГ), тощо.

Налаштовано конфiгурацiю придбаного обладнання iз спецiалiзованими

прискорювачами типу GPU, яку налаштовано для використання в локальному

та хмарному середовищi для потреб розробленої ШI-платформи.

Спроєктованi та iмплементованi вiртуальнi версiї компонентiв ШI-пла

тформи для використання на придбаному обладнаннi iз спецiалiзованими при

скорювачами типу GPU для використання в локальному та хмарному середо

вищi (вiртуальнi машини та контейнери iз дистанцiйним мережевим доступом).

Розроблено програмне забезпечення (на основi хмарних серверiв та клiєн

тiв) для розробки та практичного використання DL-моделей, для зберiгання та

розширення наборiв даних (JSRT, ChestXray, CheXpert, ISIC, ЕЕГ, та iншi) та

для взаємодiї iз користувачами (медичними працiвниками) в практичних умо

вах.

Встановленi та адаптованi для використання набори закордонних та на

цiональних медичних даних (JSRT, ChestXray, CheXpert, CXR COVID-19, ISIC,

ЕЕГ, та iншi). Розроблено та протестовано науково обґрунтованi DL-моделi (на

базi архiтектур DenseNet, ResNet, InceptionResNet, Inception, Xception, Effici

entNet, VGG та їхнiх модифiкованих версiй та ансамблiв), якi були та адапто

ванi для використання в якостi ШI-асистентiв лiкаря на базi розробленої ШI

платформи.

Проведено тести обладнання та програмного забезпечення для компонен

тiв ШI-платформи та ШI-платформи в цiлому для застосування у практичних

умовах. Налаштовано конфiгурацiю придбаного обладнання (модулi для пери
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ферiйних обчислень (включно iз Google Coral, Intel Movidius, тощо) та розро

бленого програмного забезпечення для використання в польових умовах.

Спроєктовано ШI-платформу (iнтегрована апаратна та програмна iнфра

структура) на базi придбаного, налаштованого та протестованого апаратного

забезпечення iз розробленим програмним забезпеченням медичного призначе

ння (включно iз встановленими та адаптованими для використання науково

обґрунтованими DL-моделями).

Розроблено та iмплементовано прототип ШI-платформи

(https://med.comsys.kpi.ua), тобто пiлотний варiант конфiгурацiї ШI-пла

тформи (серверна сторона та веб-iнтерфейс для медичного працiвника).

На основi результати тестiв ШI-платформи, модулю для периферiйних

обчислень i врахування зворотного зв’язку вiд медичних працiвникiв зроблено

висновки щодо технiко-економiчного обґрунтування подальшої iмплементацiї та

масштабування ШI-платформи для використання в CADe та CADx в практи

чних умовах.
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